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Úvod

Začátkem 60. let vzniká nový směr v rozvoji informatiky – genetické algoritmy. Tyto algoritmy vycházejí z Darwinovy teorie o vývoji druhu. Úspěšně se používají k řešení optimalizačních problémů. Od dob, kdy jeden ze zakladatelů této disciplíny – John Holland – popsal základní vlastnosti těchto algoritmů, prošla tato disciplína dlouholetým vývojem. Množství praktických aplikací potvrdilo smysluplnost používání těchto algoritmů. Přesto neexistuje příliš mnoho české literatury dotýkající se této zajímavé oblasti. Tento fakt byl hlavní motivací pro vznik této diplomové práce.

Cílem této diplomové práce je vytvořit učební text, který by seznámil čtenáře s problematikou genetických algoritmů. Text je určený zvídavým středoškolským studentům, kteří si chtějí rozšířit přehled o zajímavých oblastech informatiky. Student se zde nejen dozví o tom, jak algoritmus funguje, ale nalezne zde také teoretické podklady pro pochopení, proč algoritmy fungují. Důležitou součástí textu jsou také implementace algoritmů na několika úrovních. Na těchto implementacích si student může vyzkoušet funkčnost algoritmů. Také se z nich může poučit, jakým způsobem lze naprogramovat aplikaci, která používá genetický algoritmus.

V první kapitole se seznámíte se základními principy na ukázce jednoduchého genetického algoritmu, použitého k hledání maxima funkce. Jsou zde ukázány výhody tohoto algoritmu oproti jiným metodám, ale jsou zde také naznačeny některé jeho nedostatky. Dozvíte se zde také, že algoritmus pracuje s jistými řetězci, které jsou napodobením chromozómů živého organismu. Těmto jednotlivým řetězců přiřazujeme prvky prostoru, který prohledáváme. Způsobu, jakým přiřazení provádíme se říká kódování prostoru. Jelikož výkon genetického algoritmu je velmi závislý na kódování, je na konci kapitoly poukázáno na problém volby dobrého kódování.

Ve druhé kapitole jsou ukázány některé nedostatky základní metody. Zároveň se zde dozvíte, jak tyto nedostatky odstranit pomocí jistých vylepšení základní strategie. Dozvíte se zde například o jednom z dobrých kódování problému – Grayově kódu. Je zde také vysvětlen jeden ze základních prostředků pro zkoumání genetických algoritmů – schémata. 

Ve třetí kapitole se věnuji implementaci genetického algoritmu. Nejdříve je zde podrobně rozebrána jednoduchá verze genetického algoritmu a pak stručněji naznačeno, jakým způsobem lze doprogramovat některá vylepšení.

V následující kapitole je vysvětlena teorie objasňující, proč genetické algoritmy fungují. Je zde možno nalézt větu o schématech a problém k-rukého bandity. Tyto teoretické výsledky dávají pevnou půdu pro vysvětlení funkčnosti algoritmů.

Po přečtení prvních čtyř kapitol by měl čtenář získat základní přehled o genetických algoritmech a chápat způsob jejich fungování.

V páté kapitole jsou uvedena další rozšíření oproti základní strategii. Zde se dočtete o variantách již uvedených operací a o některých dalších operacích.

V poslední kapitole je ukázáno konkrétní řešení problému pomocí genetického algoritmu. Jedná se o NP-úplný problém batohu. Dočtete se zde především o kódování, které je oproti klasickém způsobu velmi netradiční. Tento příklad je zde proto, aby ukázal, že v reálných případech je často vhodné volit kódování, které se liší od standardně používaných, ale lépe popisují prohledávaný prostor.

Poslední dvě kapitoly jsou určeny těm, kteří se budou chtít genetickým algoritmům více věnovat. Měli by jim posloužit jako inspirace pro další studium.

K textu lze přistupovat více způsoby. Lze jej použít například jako materiál k prvotnímu seznámení s genetickými algoritmy. Po přečtení první kapitoly již má čtenář poměrně slušnou základní představu, kterou může ještě rozšířit vyzkoušením demo programu. 

Chtěl-li by si někdo vyzkoušet genetický algoritmus naprogramovat, tak by mu jako předpoklad dobrého výsledku mělo stačit prostudování třetí kapitoly, která je věnována implementaci genetického algoritmu. Čili i pouhé prostudování prvních tří kapitol vede k poměrně slušném rozšíření programátorských dovedností čitatele.

Bude-li chtít čtenář více proniknout do funkčnosti genetických algoritmů, poslouží mu čtvrtá kapitola, ve které je se věnuji teoretickému popisu genetických algoritmů.

Celý text, i s posledními dvěmi kapitolami, může pak posloužit jako odrazový můstek pro vysokoškolského studenta, který se bude chtít problematikou genetických algoritmů zabývat.

1. Jak genetický algoritmus funguje – jednoduchý genetický algoritmus

1.1 Genetický algoritmus

V biologii na střední škole se seznámíte se způsobem, jakým živé organismy předávají své genetické informace svým potomků. Tyto informace jsou uloženy v chromozómech jednotlivých organismů. Obsah chromozómu se dá chápat jako jistý kód informace o jedinci. Podle teorie Charlese Darvina v přírodě přežívají silnější jedinci a tito pak mají šanci předat svoji genetickou informaci do další generace. Důležité přitom je, že každý organismus je potomkem dvou rodičů a tudíž se v něm mísí genetické informace obou rodičů. Neboli informace uložené v jeho chromozómech jsou zčásti převzaté od jednoho z rodičů a z části od rodiče druhého. Na těchto základních principech pracuje i genetický algoritmus. Algoritmus tedy pracuje s jistými jedinci (populací jedinců), jejichž vlastnosti má reprezentovány v určité struktuře, která je připodobněním chromozómu tohoto organismu. Cílem algoritmu je přitom vytvářet v populaci jedinců stále silnější jedince. Tato vlastnost předurčuje algoritmus k použití na řešení optimalizačních problémů, tedy problémů, kdy hledáme nejlepší z možných řešení daného problému. Na jednom z nich – hledání maxima funkce – si ukážeme i základní verzi genetického algoritmu. Než tak učiníme, ukážeme si nejdříve pro porovnání jednu z běžně používaných metod řešení.

1.2 Hledání maxima funkce

Zadání problému je k dané funkci nalézt bod z definičního oboru takový, že hodnota funkce v tomto bodu je maximální. Jedním z běžně používaných způsobů, jak tento problém řešit, je následující algoritmus – vybereme náhodný bod x z definičního oboru a malou vzdálenost d (např. 0,01). Zjistíme, jestli je funkční hodnota v alespoň jednom z bodů x-d, x+d větší, než hodnota v bodě x. Při zkoumání mohou pro body x-d a x+d nastat tyto tři případy:

1. Hodnoty funkce v obou zkoumaných bodech jsou menší nebo rovny hodnotě v bodě x.

2. Hodnota funkce v jednom z bodů je větší než hodnota v bodě x, hodnota funkce v druhém z bodů je menší nebo rovna hodnotě funkce v bodě x.

3. Hodnoty funkce v obou bodech jsou větší než hodnota funkce v bodě x.

V prvním případě pouze zmenšíme velikost vzdálenosti d (například vydělíme d dvěmi). Ve druhém i třetím případě vybíráme větší z nalezených hodnot funkce (pakliže existuje) a přesouváme se do bodu, v němž je tato hodnota. Jsou-li obě hodnoty stejné, vybíráme náhodně jednu z nich. Tento postup opakujeme tak dlouho, dokud je d větší než nějaká dolní mez (např. dokud d > 0,0001). Náznak práce tohoto algoritmu si můžete prohlédnout na obrázku 1. Tomuto algoritmu se ovšem dosti často stane, že  nenajde skutečné maximum funkce. Jeden z typických případů, kdy tato situace nastává naleznete na obrázku 2.
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Jak ale vyřešíme situaci, kdy algoritmus nalezne pouze lokální maximum funkce. Jedna z možností, která se nám nabízí, je zvolit náhodně několik bodů z definičního oboru funkce. Na každý z těchto bodů pustíme náš algoritmus. Tímto způsobem zvýšíme pravděpodobnost, že nejvyšší nalezená hodnota bude námi hledaným maximem. Tato strategie však naší schopnost najít skutečné maximum příliš nevylepší, protože vyhledávání bude stále vycházet pouze z lokálních informací. Nejen s tímto problémem vyhledávacích algoritmů si genetický algoritmus poradí poněkud lépe.
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Genetický algoritmus při vyhledávání začne podobně jako naše vylepšení předchozího algoritmu. Zvolí náhodně několik bodů z definičního oboru. Zcela jiný je však způsob, jakým dosahuje zlepšování funkčních hodnot těchto bodů. Ke zlepšování dochází pomocí operací, při nichž si jednotlivé body mezi sebou předávají určité informace vedoucí k jejich zlepšování. V důsledku těchto výměn dochází k tomu, že je fakticky prohledána daleko větší část definičního oboru funkce, než u metod pracujících pouze s lokálními informacemi. Abyste snadněji pochopili činnost genetického algoritmu, ukážeme si jej na jednoduchém, ale poučném příkladě.

1.3 Populace řetězců

V předchozí podkapitole jsme si říkali, že genetický algoritmus při vyhledávání maxima funkce volí na počátku náhodně několik bodů z definičního oboru. Ve skutečnosti však algoritmus vůbec neví jaký problém řeší. Jak jsme si již naznačovali v úvodu této kapitoly, náš genetický algoritmus bude pracovat s generací určitých jedinců. Počet prvků generace je přitom předem dán. Každý jedinec je reprezentovaný strukturou, která je připodobněním „chromozómu“ živého organismu. Touto strukturou je řetězec jedniček a nul, přičemž všechny „chromozómy“ jedinců jsou stejně dlouhé. „Chromozóm“ může tedy vypadat například takto: 11010111 (řetězec délky 8). Význam jedničky nebo nuly na určitém místě řetězce lze chápat jako přítomnost či nepřítomnost určité vlastnosti u daného jedince. Cílem algoritmu je přitom vyvíjet (měnit) generaci tak, aby se neustále zlepšovala. To znamená, aby v ní přibývali dobří jedinci a ubývali špatní (slabí) jedinci, stejně jak je tomu v přírodě. Nyní ovšem vyvstává otázka, kdo rozhoduje o tom, jak dobrý je daný řetězec. Toto rozhodování není součástí genetického algoritmu. Algoritmus se na kvalitu řetězce pouze „zeptá“. Musí tedy existovat funkce f, která pro daný řetězec vrátí jeho kvalitu. (Při hledání maxima funkce bude řetězec reprezentovat nějaký bod definičního oboru funkce. Kvalita řetězce pak bude funkční hodnota v tomto bodě.) Kvalita řetězce (v anglické literatuře je používáno slovo fitness) jako jediná přímo závisí na problému který řešíme. Způsob, jakým je získávána nezasahuje do samotného běhu genetického algoritmu. Proto si můžeme vysvětlení, jak je kvalita řetězce získána, odložit na později a více se věnovat samotnému algoritmu. 

1.4 Reprodukce, mutace a křížení

Jelikož genetický algoritmus pracuje s populací řetězců, musíme před spuštěním algoritmu nějakou generaci již mít. Tuto generaci získáme tak, že řetězce vytvoříme náhodně. Představme si tedy, že jsme využili generátor náhodných čísel a dostali jsme zcela náhodně vytvořenou generaci osmi řetězců délky 8, která vypadá takto:

1. 11110011

2. 01010101

3. 00011101

4. 00111001

5. 01100000

6. 10000011

7. 00000111

8. 11111000

Tabulka 1: Náhodně vytvořená generace.
Necháme naší funkci f zjistit, jak dobré řetězce jsme dostali:

1. f(11110011) = 1,794

2. f(01010101) = 8,889

3. f(00011101) = 4,031

4. f(00111001) = 6,943

5. f(01100000) = 9,389

6. f(10000011) = 9,992

7. f(00000111) = 1,067

8. f(11111000) = 1,067

Tabulka 2: Kvalita náhodně vytvořené generace.

Jak vidíme v tabulce, dostali jsme tři silné řetězce 2, 5, 6 a tři slabé řetězce  1, 7 a 8. Naším cílem je, aby algoritmus na základě znalostí kvality řetězců vytvořil novou generaci, na jejímž složení se budou více podílet silnější řetězce (v našem případě 2, 5, 6). Menší nebo vůbec žádný podíl na tvorbě generace potom budou mít slabší řetězce (1, 7, 8). Celý mechanismus tvorby nové generace se děje v následujících třech krocích:

1.4.1 Reprodukce

Při reprodukci se do nové generace kopírují řetězce ze staré generace . Čím je řetězec lepší, tím větší je pravděpodobnost, že bude do nové generace okopírován. Jedním ze základních způsobů, jak je reprodukce prováděna je výběr pomocí vážené rulety. Váženou ruletu si můžete představit jako klasickou ruletu pouze s jedním podstatným rozdílem. U klasické rulety máme pro každé číslo, které může být vylosováno, stejně velkou část kruhu, indikující výběr daného čísla. U vážené rulety je pravděpodobnost výběru určena kvalitou řetězce. Pravděpodobnost, že bude řetězec vybrán spočteme následovně. Nejdříve sečteme kvalitu všech jedinců v populaci. Pravděpodobnost pro daný řetězec potom získáme tak, že jeho kvalitu podělíme získaným součtem. Rozložení pravděpodobností na ruletě v našem příkladě můžete shlédnout v následující tabulce a na obrázku.
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Představme si tedy, že ruletu 8 krát roztočíme a získáme tak novou generaci. Řekněme že námi získaná generace bude vypadat následovně:

Řetězec
f

00111001
6,943

01010101
8,889

01010101
8,889

10000011
9,992

01100000
9,389

10000011
9,992

00000111
1,067

01100000
9,389

průměrná kvalita řetězce
8,069

Tabulka 4: Kvalita vylosované generace.
Do naší „vylosované“ generace se dostali některé řetězce dvakrát. Tento fakt odpovídá situaci, kdy např. pravděpodobnost vylosování řetězce 01100000 je 21,75%. V našem případě osmi pokusů by se měl tento  řetězec ve výsledku objevit 8 ( 0,2175 = 1,74 krát. Poněkud překvapivá může být přítomnost jednoho řetězce s nízkou kvalitou. Uvědomme si však, že slabé řetězce (s pravděpodobností vylosování menší než deset procent) zabírají na naší ruletě dohromady 18,44%. Proto je přítomnost jednoho z nich v nové generaci opodstatněná.

Porovnáme-li průměrnou kvalitu řetězce původní a vylosované generace, zjistíme, že zde došlo k výraznému nárůstu. Tento výsledek není nijak překvapující, neboť díky způsobu výběru řetězců pro další generaci jsme dávali přednost lepším řetězcům. Nicméně tím, že jsme zatím pouze kopírovali řetězce, nenalezli jsme žádný řetězec, který by se lišil od řetězců v původní generaci. Navíc se nám v nové generaci objevily stejné řetězce. Kdybychom tedy pro vývoj generace používali pouze opakovaně prováděnou reprodukci, degenerovala by generace takovým způsobem, že by se v ní po čase objevovalo několik nejlepších řetězců z počáteční generace. Nedosáhli bychom tak v žádném případě toho, že by se v nových generacích objevovali řetězce, které by byly lepší, než řetězce v počáteční generaci. Za účelem zlepšování kvality řetězců jsou zde zbývající dva operátory.

1.4.2 Křížení
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Obrázek 4: Překřížení na třetí pozici [image: image140.png]12
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Tato operace spočívá ve výměně informací mezi řetězci. Celý mechanismus křížení začíná tak, že se z nově vylosované populace náhodně  vyberou dva řetězce. Tyto dva řetězce lze chápat jako dva rodiče. Jejich potomci budou potom obsahovat genetické informace svých rodičů. Každý z potomků bude přitom obsahovat z každého předka pouze část informace. Pro ukázání celého mechanismu křížení si vyberme dva poslední řetězce z vylosované generace (viz Tabulka 4), tzn. řetězce  00000111 a 01100000, jako rodiče. Jelikož v řetězci délky 8 existuje sedm míst, kde jej lze rozdělit na dvě části, zvolíme nejdříve místo, kde k rozdělení dojde. To učiníme náhodnou volbou čísla v rozmezí od jedné do sedmi. Padne-li nám například číslo 3, znamená to, že první potomek bude mít první tři pozice v řetězci shodné se svým prvním rodičem. Zbývajících 5 pozic bude doplněno informacemi ze shodných pozic druhého rodiče. Přesně naopak je tomu u druhého potomka. Celý mechanismus křížení našich dvou řetězců si můžete prohlédnout na obrázku 4.

Křížením nám vzniknou dva zcela nové řetězce, které si ovšem nesou některé informace od svých rodičů. Podívejme se, jaká je kvalita potomků vzešlých z křížení.

f(00000000) = 0
f(01100111) = 9,631
První potomek dopadl při vyhodnocení zcela katastrofálně a díky nulové kvalitě nemá šanci projít přes další provedení reprodukce. Oproti tomu druhý potomek je silnější než kterýkoli z jeho rodičů. Přestože byl tedy jeden z řetězců velmi slabý, přineslo jeho křížení do generace nový, velice silný řetězec. Přínosem křížení nemusí být ovšem pouze vytváření lepších řetězců. Díky křížení může vzniknout řetězec s takovým rozložením vlastností (jedniček a nul), že neexistuje v generaci žádný jemu podobný řetězec (například s každým řetězcem se bude lišit na čtyřech místech). Takovýto řetězec se může nacházet v zatím neprozkoumané množině možných řešení. U hledání maxima funkce (viz kapitola 1.1) může řetězec reprezentovat bod definičního oboru ležící v intervalu, ve kterém žádný jiný bod reprezentovaný ostatními řetězci neleží. Tento fakt poněkud vysvětluje, proč genetický algoritmus prohledává zpravidla větší část definičního prostoru funkce než „vylepšený“ algoritmus z kapitoly 1.1. Toto tvrzení vyplývá z teoretických podkladů, uvedených v kapitole 
Ke křížení dvou vybraných řetězců však nedochází vždy. Zpravidla bývá určena jistá pravděpodobnost, se kterou ke křížení dojde. Situaci si lze představit takto: Poté, co vylosujeme dva řetězce, které by se měli křížit, vezmeme si do ruky speciální minci. Když budeme touto mincí házet (losovat), bude jedna strana padat s takovou pravděpodobností, jaká je určena pro křížení řetězců. Druhá strana pak bude padat s pravděpodobností, se kterou ke křížení nedojde. Minci vrhneme. Jestliže padne první strana, provedeme křížení výše popsaným způsobem. Potomky vzešlé z křížení poté pošleme do nové generace. V opačném případě posíláme do nové generace původní řetězce bez křížení. Zvolme pro náš příklad pravděpodobnost křížení 0,6. Pak by naše generace mohla po použití křížení vypadat například následovně:
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Tato generace vznikla tak, že jsme překřížili 7. a 8. řetězec na páté pozici, 1. a 6. řetězec na šesté pozici, 3. a 5. na čtvrté pozici a 2. a 4. jsme poslali do další generace bez křížení. Čeho si lze povšimnout je mírný pokles průměrné kvality řetězce v generaci. Nicméně tento pokles způsobuje především řetězec s kvalitou 0, který nemůže projít přes nové provedení reprodukce. Oproti tomu jsou zde zcela nové řetězce, jejichž kvalita je vyšší, než kvalita jakéhokoli řetězce v předchozí generaci. Díky křížení jsme tedy dostali populaci řetězců se silnějšími jedinci, než byli v předchozí generaci.

1.4.3 Mutace

Posledním krokem ve vytváření nové generace je mutace. Mutace příliš nezasahuje do vzhledu nové generace, ale jak si za chvíli vysvětlíme, plní tato operace velmi důležitou funkci.

Jak tedy tato operace probíhá. Stejně jako ke křížení dochází k mutaci pouze s určitou pravděpodobností. Tato pravděpodobnost je ovšem oproti křížení podstatně menší (například 0,001). Celá operace probíhá takto: Bereme postupně z generace jeden řetězec po druhém. Každý řetězec procházíme postupně po jednotlivých pozicích (nulách a jedničkách). Podobně jako u křížení si lze představit, že máme minci, jejíž jedna strana padne s pravděpodobností mutace. (Druhá strana padne s pravděpodobností 1 – pravděpodobnost mutace). U každé pozice touto mincí hodíme. Jestliže padne strana říkající, že k mutaci nedojde, pokračujeme dále na následující pozici řetězce, aniž bychom cokoli změnili. Jestliže padne strana mince, určující, že k mutaci má dojít, změníme hodnotu na dané pozici řetězce na opačnou. Tzn. je-li na této pozici hodnota 1, změníme ji na nulu a naopak.

Na první pohled se může zdát, že mutace je v celém mechanismu zbytečná. Plní zde však důležité funkce. Ukažme si jednu z nich na jednoduchém příkladě. Řekněme, že víme, že nejlepší řetězec který může vzniknout obsahuje na páté pozici jedničku. Náhodným losováním jsme dostali generaci, v níž žádný jedinec neobsahuje na páté pozici jedničku.V tomto okamžiku nemůžeme nikdy získat nejlepšího jedince pouze pomocí reprodukce a křížení. Nejlepší jedinec by mohl vzniknout pouze tak, že by některý jedinec na páté pozici zmutoval a v některém dalším křížení by vhodně předal svoji informaci. Mutace může také pomoci v situaci, kdy jsou si všechny řetězce velmi podobné. Extrémním případem takové situace je například stav, kdy se do první, náhodně vylosované generace dostane jeden velmi silný řetězec a zbytek řetězců bude slabý. V takovém případě může nastat situace, kdy se do další generace dostane dostanou pouze exempláře jediného silného řetězce. Nastane-li takováto situace, můžeme dostat jiný řetězec pouze tak, že některý z exemplářů zmutujeme. Tato funkce mutace funguje i v neextrémních případech, kdy nám pomáhá udržet různorodost generace.

Ukažme si ještě, jaký vliv by mohla mít mutace na některý z řetězců v naší generaci. Například zmutuje-li poslední řetězec – 01100111 na čtvrté pozici, dostaneme řetězec 01110111. Tento řetězec je silnější, než řetězec původní(f(01100111)= 9,631, f(01110111)= 9,956). Tzn. mutace nám v tomto případě pomohla zlepšit kvalitu daného řetězce.

Tímto jsme popsali celý jeden průchod algoritmu při němž vytvoří z jedné generace novou generaci. Celý algoritmus funguje tak, že výše popsané tři kroky mnohokrát zopakuje. Tzn. poté co získá prostřednictvím operací reprodukce, křížení a mutace novou generaci, použije tuto generaci jako základní a začne na ní opět provádět popsaný postup. Poté, co tvorbu vylepšené generace mnohokrát zopakuje (např. 100 krát), najde algoritmus v poslední získané generaci nejlepší řetězec. Tento řetězec prohlásí za nejlepší nalezený řetězec. Na výše popsaném příkladu generace si povšimněte faktu, že algoritmus bez jakékoli znalosti problému, který řeší, nacházel lepší řešení (silnější řetězce). Odpověď na otázku, proč algoritmus funguje správně, se dozvíte v kapitole 4. V další podkapitole se budeme věnovat otázce, jak připravit daný problém pro genetický algoritmus. Ukážeme si zde, jaký problém jsme řešili v příkladě generace, jejíž vývoj jsme sledovali při popisu fungování algoritmu.

1.5 Co je kvalita řetězce? – Kódování problému.

V předchozí podkapitole jsme si ukázali, jakým způsobem pracuje genetický algoritmus s problémem, o jehož struktuře nic neví. Když jsme ovšem potřebovali kvalitu řetězce, použili jsme pro její výpočet speciální funkci f. Tato funkce musela nejdříve zpracovat informaci obsaženou v řetězci tak, aby odpovídala jednomu z možných řešení. Pro toto řešení poté vypočte, jak je dobré a výsledek předá genetickému algoritmu jako kvalitu řetězce. Ukažme si, jak tento mechanismus probíhal v příkladě, na němž jsme si ukazovali průběh algoritmu. Ve skutečnosti jsme pomocí genetického algoritmu hledali maximum funkce 
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, aby se v něm nacházela co největší funkční hodnota. Abychom mohli přenechat řešení problému genetickému algoritmu, musíme nejdříve zajistit, aby každý řetězec, který se bude moci vyskytovat v populaci, reprezentoval jeden bod z prohledávaného prostoru. Mechanismus, který každému řetězci přiřadí prvek z prohledávaného prostoru, se nazývá kódování problému.
V našem případě tedy každý řetězec bude reprezentovat prvek z intervalu 
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. Jelikož máme řetězce délky 8, vybereme z prohledávaného prostoru ve skutečnosti 28=256 bodů, které budeme při vyhledávání procházet. (Což ve skutečnosti znamená, že zadanou funkci budeme prohledávat pouze v těchto bodech). Při použití generace řetězců délky 8 tedy budeme vyhledávat pouze s přesností 
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.) Jelikož vždy budeme mít řetězce konečné délky, budeme muset pokaždé „vybrat“ z intervalu pouze konečně mnoho bodů. Tzn. při zakódování dochází k diskretizaci prohledávaného prostoru. Tento problém budeme muset řešit vždy, když budeme prohledávat prostor, ve kterém bude nekonečně mnoho bodů, mezi nimiž budeme hledat správné řešení. V našem příkladě jsme jednotlivým řetězcům přidělili body vyhledávacího prostoru následovně. Nejdříve jsme přistupovali k řetězci jako binárnímu zápisu čísla od 0 do 255. Například řetězec 01001010 jsme rozkódovali jako číslo 0 ( 27 + 1 ( 26 +0 ( 25 + 0 ( 24 + 1 ( 23 + 0 ( 22 + 1 ( 21 + 0 ( 20 = 74. Abychom dostali číslo z intervalu (0,1(, vydělíme takto získanou hodnotu největším možným číslem, které můžeme získat binárním zápisem délky 8. Toto číslo má binární zápis  11111111 a v desítkové soustavě představuje hodnotu 255. Řetězec 01001010 tedy reprezentuje hodnotu 
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.Kvalita tohoto řetězce je 40 (‑0,29022 + 0,2902) = 8,239. Na následujících dvou obrázcích můžete porovnat rozložení počáteční generace a generace po prvním průchodu genetickým algoritmem.
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Kódování v podobě, které jsme si ukázali na tomto jednoduchém příkladě bylo poměrně intuitivním využitím znalosti, že řetězec nul a jedniček je vyjádřením nějakého čísla v binárním zápisu. Pro tento příklad je toto kódování dostačující. Existuje však mnoho jiných technik, jak kódování volit. Tyto techniky se poněkud více přizpůsobují charakteru daného problému a dosahují díky tomu lepších výsledků.  O jedné z technik, která je vhodná právě pro optimalizaci funkcí – Grayově kódu –  se dozvíte v kapitole 2.4. Příklad zcela odlišného kódování daného problému, naleznete v poslední kapitole. Toto kódování se velmi liší od našeho současného kódování i co se týče znaků, které řetězce obsahují. Doporučuji jej nastudovat těm, kteří se chtějí genetický algoritmům hlouběji věnovat. S problémy, které jsou tam popsány, se velice často setkáte v situaci, kdy budete chtít řešit reálný problém pomocí genetického algoritmu.

1.6 Záporné a neexistující kvality řetězců.

Na závěr této kapitoly bychom si měli ještě uvědomit jeden podstatný problém, týkající se kvality řetězců. V operaci reprodukce (podkapitola 1.4.1) jsme počítali jednotlivé úseky, které zabírají řetězce na vážené ruletě. K tomu jsme využívali kvalitu řetězce. Aby patřičný úsek rulety vyšel nezáporný, musela být kvalita řetězce nezáporná. Již když budeme používat genetický algoritmus na hledání maxima funkce, budou zde nastávat nepříjemnosti se zápornými anebo nedefinovanými funkčními hodnotami (ne vždy se prohledávaný prostor shoduje s definičním oborem funkce). Pojďme si tedy ještě navrhnout způsoby řešení těchto problémů. 

Nejjednodušší způsob, jak upravit funkční hodnoty tak, aby nebyly záporné je následující. Zvolíme konstantu Cmin a funkční hodnoty přepočteme následujícím způsobem:
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Kde f(x) je původní hodnota funkce a f’(x) je přepočtená hodnota. Důležitý je způsob, jakým zvolíme konstantu Cmin. Jedna z možných voleb je vybrat konstantu Cmin jako absolutní hodnotu nejmenší funkční hodnoty, vyskytující se v posledních k generacích. Zvolíme-li např. k=3, budeme jako konstantu Cmin volit absolutní hodnotu nejnižší funkční hodnoty, vyskytující se v posledních třech generacích. Ve skutečnosti je efektem tohoto přičtení posunutí osy x „dolů“ tak, jak jej můžete vidět na obrázku 7. Na tomto obrázku je nakreslena funkce, která nabývá záporných hodnot. Zelenými body jsou vyznačeny funkční hodnoty v bodech, které jsou kódovány jednotlivými řetězci obsaženými v generaci. Osu x jsme posunuli do osy x’.(Na obrázku je osa x’ vyznačena šedou přímkou pod osou x).  Vzdálenost os x, x’ je právě rovna konstantě Cmin​, jejíž získání jsme si popsali. Na tvaru funkce (jejím průběhu) se však nic nemění.
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Problém, se kterým se musí vypořádat prakticky každá metoda na hledání maxima funkce je problém neexistující funkční hodnoty v bodě. Ne jinak je tomu u genetický algoritmů.V našem případě je mnoho možných řešení. Nejjednodušší je nahrazovat nedefinované kvality hodnotou 0. Tento způsob není vždy nejlepší, neboť může vést k tomu, že velmi utrpí různorodost řetězců v generaci. Řetězec s nulovou kvalitou nemůže být vylosován do další generace. Do reprodukce se proto tyto řetězce nijak nezapojí a my budeme fakticky losovat z menšího počtu řetězců, než je počet řetězců v generaci.

Další možností je kódovat přesně definiční obor funkce. Tím zajistíme, že každý řetězec bude mít kvalitu. Tento postup nelze aplikovat vždy. Existují funkce, u nichž je zjištění maxima přibližně stejně složité, jako určení definičního oboru. 

Existuje mnoho dalších způsobů, jak řešit tento problém. Pro mnoho úloh, které se řeší genetickými algoritmy existují specifické možnosti, jak se s neexistencí kvality řetězce vyrovnat. Některé naleznete v kapitole 6.3.1, kde řešíme tento problém pro jednu speciální úlohu.

1.7 Vyzkoušejte si genetický algoritmus

Právě jsme se seznámili se základními principy genetických algoritmů. Je tedy na čase, abychom si genetický algoritmus vyzkoušeli. Na počáteční zkoušení nám dobře poslouží program, který naleznete v adresáři funkce na přiloženém CD-ROM. Program se jmenuje simplega.exe a implementuje genetický algoritmus pro hledání maxima funkce proměnné x. 
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Po spuštění programu se před vámi objeví okno, jehož obsahem bude bílá plocha, nad níž naleznete nástrojovou lištu s několika tlačítky. Nejdříve klikněte na tlačítko [image: image10.bmp]. Objeví se vám dialog, ve kterém můžete zadat rozsahy os x a y. Pro zkoušku můžete zadat pro osu x interval 
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. Nastavují se přitom dolní a horní meze těchto intervalů. Nastavené rozsahy potvrdíte kliknutím na tlačítko OK. Kliknutím na tlačítko [image: image13.bmp] otevřete dialog, ve kterém již do jednotlivých kolonek vyplňujete parametry genetického algoritmu. Do kolonky funkce nejdříve zadáte funkci, kterou chcete (na již zadaném rozsahu osy x) optimalizovat. Do této kolonky můžete napsat výraz s proměnnou x, který obsahuje operace sčítání, odčítání, násobení (*), dělení (/), mocnění (^) a základní funkce, jako sinus (sin), cosinus (cos), absolutní hodnota (abs), přirozený logaritmus (ln) apod.. Pro začátek zkuste zadat funkci 
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, kterou jsme použili v našich příkladech. Do zmiňované kolonky tedy napíšete výraz 40*(-x^2+x). Do kolonky počet řetězců napište počet řetězců v populaci (například 1000). Do kolonky počet kroků napište počet kroků algoritmu, neboli kolikrát se má za sebou provést reprodukce, křížení a mutace (může to být například 100). Do kolonek mutace a křížení vyplníte pravděpodobnosti s nimiž bude docházet k mutaci a ke křížení (může to být například 0.001 a 0.6). Pamatujte, že desetinná místa jsou v čísle oddělena tečkou. Smysl kolonek elitních a škálovat od vám zatím zůstane zatajen. Dozvíte se jej až v dalším textu. Nyní, aby jejich nastavení neovlivňovalo běh algoritmu, ponechejte v kolonce elitních hodnotu 0 a do kolonky škálovat od vyplňte stejnou hodnotu, jakou jste zadali do kolonky počet kroků. Do kolonky ukázat po pak ještě vyplňte, po kolika krocích se mají ukazovat průběžné výsledky (např. 10). Pak již zmáčknutím tlačítka Start spustíte genetický algoritmus na optimalizaci vámi zadané funkce. Jak již bylo naznačeno, v průběhu algoritmu se vám budou zobrazovat průběžné výsledky. Na začátku se vám objeví rozložení počáteční náhodné generace. Následně se vám bude zobrazovat rozložení generace po provedení počtu kroků, které je uvedeno v kolonce ukázat po. Nakonec bude zobrazeno rozložení poslední generace. Rozložení generace se zobrazuje tak, že jsou k funkci kresleny zelené sloupky. Výška sloupku reprezentuje počet jedinců v části prohledávaného prostoru, který je určen šířkou sloupce. Ve stavovém řádku jsou pak vypsány ještě informace, který z řetězců byl dosud nejlepší. Dále je zde uvedena kvalita a poloha tohoto řetězce. Rozložení výsledné poslední generace může být například takové, jak je vidíte na následujícím obrázku.

Na výsledném nejlepším řetězci vás mohou překvapit dva neočekávané fakty. Jedním z nich je, že oproti předchozím příkladům jsem zvolil delší kód. Tím jsem však docílil větší přesnosti vyhledávání. Druhým faktem je, že řetězec začínající znaky 11 kóduje bod, který se nachází uprostřed intervalu, avšak pořadí tohoto řetězce v binárním kódu by odpovídalo poloze v poslední čtvrtině intervalu. Důvod této situace je ten, že jsem pro tento program zvolil jiný typ kódování, který je popsán v kapitole 2.4. 

Po otestování našeho základního příkladu si můžete vyzkoušet optimalizaci několika dalších funkcí s různými nastaveními parametrů. Pamatujte však vždy na to, abyste si správně nastavili rozsahy jednotlivých os souřadnic. K ovládání programu bych ještě dodal, že pomocí tlačítka [image: image15.bmp] můžete pozastavit vykonávání algoritmu. Po jeho zmáčknutí se vám vykreslí aktuální rozložení generace a algoritmus bude pozastaven. Algoritmus bude pokračovat po opětovném zmáčknutí tlačítka [image: image16.bmp]. Pomocí tlačítka [image: image17.bmp] můžete vykonávání algoritmu zcela zastavit. I v tomto případě se vám vykreslí rozložení poslední získané generace.
1.8 Shrnutí

V této kapitole jsme se seznámili se základní verzí genetického algoritmu. Ukázali jsme si základní výhody tohoto algoritmu, mezi něž patří prohledávání prostoru ve více místech najednou s tím, že dochází k výměně informací mezi prohledávanými body. Další výhodou je nalézání lepších řešení bez znalosti struktury řešeného problému. Algoritmus při řešení problému pracuje pouze s řetězci jedniček a nul a kvalitou těchto řetězců. O kvalitě se přitom dozvídá použitím dekódovací funkce. Tato funkce je jediným prostředníkem mezi problémem a algoritmem. Snahou algoritmu je tedy získávat co nejlepší řetězce. Celý algoritmus je přitom velmi jednoduchý. Skládá se pouze ze tří operátorů – reprodukce, křížení, mutace. Každý z těchto operátorů používá náhodný výběr (tzn. nejedná se o deterministickou metodu). Algoritmus zde popsaný je základní verzi algoritmu. Podstatné rysy tohoto algoritmu se pak objevují ve všech aplikacích. Samotná základní (výše popsaná) verze algoritmu přitom může dosahovat velmi dobrých výsledků. 

Na konci kapitoly jsme si ukázali, jak ovládat demonstrační program, který slouží k optimalizaci funkce jedné proměnné. S možností, jak naprogramovat jednoduchý genetický algoritmus, se setkáte v kapitole 3. V kapitole 3.2 pak naleznete popis programu, který nejjednodušším způsobem implementuje zde popsaný algoritmus. Tento program, je napsaný v jazyce Borland Pascal 7.0. Chcete‑li se více zabývat tím, jak programovat genetický algoritmus, doporučuji vám začít nastudováním kódu tohoto programu, za použití popisu v kapitole 3.2. Samotný program naleznete i se zdrojovým kódem na přiloženém CD‑ROM v adresáři vzor.

2. Rozšíření oproti základní verzi.

2.1 Proč rozšiřovat základní verzi algoritmu.

V předchozí kapitole jsme si ukázali základní verzi genetického algoritmu a poukázali jsme na některé jeho výhody. Nicméně jsme také přistupovali k algoritmu poněkud naivně. Algoritmus, jak již víme, pracuje s operátory, které jsou založeny na náhodě. Tento fakt sebou nese několik problémů, které je potřeba řešit. Další problémy přináší kódování problému. Algoritmus sice nic neví o struktuře zkoumaného problému, nicméně zakrytí struktury problému je nedílnou součástí kódování jako takového. Na volbě kódování záleží, jak dobře bude fungovat genetický algoritmus při řešení našeho problému. Řešení takovýchto problémů vede k mnoha rozšířením základní verze genetického algoritmu. Některé z problémů, která si tato vylepšení vyžadují, si ukážeme v této kapitole. Zároveň s těmito problémy si také ukážeme, jakým způsobem je lze vyřešit.

2.2 Kódování – kritický pohled.

Vraťme se nyní k našemu příkladu z předchozí kapitoly a zaměřme se na naši volbu kódování. Připomeňme si, že jsme využili faktu, že řetězec jedniček a nul lze chápat jako binární zápis čísla (pracovali jsme přitom s řetězci délky 8). Když jsme chtěli přiřadit konkrétnímu řetězci číslo z definičního oboru (interval 
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), spočetli jsme nejdříve číslo, které odpovídalo binárnímu zápisu reprezentovanému řetězcem a pak jsme toto číslo vydělili 255. Protože je 255 největší číslo, jehož binární kód má délku 8, získali jsme tak číslo z intervalu 
[image: image19.wmf]1

,

0

. Námi zvolené kódování se na první pohled jeví jako velice přirozené. Nicméně při bližším prozkoumání zjistíme, že není zcela optimální. 

Abychom však toto zkoumání mohli učinit zavedeme si jednu ze základních pomůcek pro zkoumání generace řetězců. Více budeme tuto pomůcku používat ve 4. kapitole, ale již zde se nám budou hodit vyjadřovací možnosti tohoto prostředku. Po jejím použití jistě sami uznáte, že velice zpřehledňuje celou situaci při zkoumání problémů. Ona pomůcka nám totiž umožní zkoumat celé skupiny „podobných“ řetězců.

2.3 Schémata a kódování

Intuitivní představa, co to jsou podobné řetězce, může být různá, může se proto lišit i chápání tohoto označení. (Jak to bude třeba s podobností řetězců 01101101 a 11011010?). Proto si zde zavedeme nový pojem, který se používá k teoretickému zkoumání genetických algoritmů – schémata.

Schéma lze chápat jako jistou „šablonu“ řetězce. Tato šablona nám potom určuje jistou podmnožinu všech možných řetězců dané délky. Schéma má stejnou délku, jako řetězec v generaci. Obsahuje přitom znaky  0, 1, *. Symbol * je zde chápán jako zástupný znak, za nějž je možno dosadit nulu nebo jedničku. Schéma řetězce délky 8 může vypadat například takto: **1*0010. Řetězec se shoduje se schématem, jestliže se shodují všechny znaky řetězce a schématu, na pozicích, na kterých se ve schématu nachází znak 0 nebo 1. Tyto pozice budeme pro zjednodušení nazývat určenými. Tedy například se schématem **1*0010 se shodují řetězce {00100010, 00110010, 01100010, 10100010, 01110010, 10110010, 11100010, 11110010}.

Máme-li již zavedený pojem schéma, je vhodné si pro usnadnění dalšího výkladu zavést pojem kvalita schématu. Kvalitu schématu v generaci si definujeme jako průměr kvality všech řetězců v generaci, shodujících se s daným schématem. Vezměme si generaci po křížení z našeho příkladu (viz Tabulka 5) a zkoumejme schéma 0101****. Toto schéma je v naší generaci reprezentováno dvěmi řetězci – 01010101 a 01010000. Tyto řetězce mají kvality 8,889 a 8,612. Průměrná kvalita schématu v této generaci je proto 8,751.

Vraťme se nyní k našemu problému s kódováním a popišme si jej pomocí našich nových prostředků. 

Řekněme, že optimalizujeme funkci, která se od naší původní funkce liší pouze funkční hodnotou v bodě definičního oboru, reprezentovaného řetězcem 10000000. Mějme tedy funkci definovanou takto: 
y = 40 (x – x2) pro x ( (0,1( - {
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y = 12            pro x = 
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Tuto funkci jsme dostali jednoduchou úpravou námi zkoumané funkce z předchozí kapitoly. Jediná změna, kterou jsme učinily oproti funkci předchozí je ta, že jsme změnili jednu funkční hodnotu. Definiční obor funkce kódujeme do řetězců stejným způsobem, jako v předchozím příkladě. U předchozí funkce jsme měli dva řetězce, které kódovali body, v nichž byla funkční hodnota stejná. Zároveň tato funkční hodnota byla maximální pro námi zvolené kódovaní. (Tzn. je to nejlepší hodnota, kterou jsme některému z řetězců přidělili při námi zvolené diskretizaci a kódování.) Byly to řetězce 01111111 a 10000000. U řetězce 10000000 jsme (vzhledem ke kvalitě ostatních řetězců) podstatně zvýšili kvalitu. (Připomeňme si, že řetězec 10000000 kóduje bod definičního oboru 
[image: image22.wmf]255

128

255

2

0

2

0

2

0

2

0

2

0

2

0

2

0

2

1

0

1

2

3

4

5

6

7

=

×

+

×

+

×

+

×

+

×

+

×

+

×

+

×

. Při daném zakódování pak řetězec 01111111 kóduje bod 
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. Graf původní funkce je symetrický podle přímky  x=0,5. Vzdálenost obou zakódovaných bodů od skutečného maxima v 0.5 je 
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 . Tzn. v obou bodech je stejná funkční hodnota a tato funkční hodnota je největší možná, kterou může genetický algoritmus při daném kódování nalézt. Zvýšením kvality řetězce 10000000 tedy zvyšujeme maximální hodnotu, kterou lze nalézt a navíc určujeme jednoznačně bod z definičního oboru, kde bude funkce této hodnoty nabývat.)

Celý problém tedy kódujeme výše popsaným způsobem. V takto zvoleném kódování ovšem může nastat situace, kdy se většina řetězců v generaci shoduje se schématem 011*****. Toto schéma bude totiž v libovolné generaci reprezentovat podmnožinu velmi silných řetězců. K tomuto závěru dojdeme, když si spočteme kvalitu nejslabšího řetězce, který se může se schématem shodovat (f(01100000) = 9,390). Navíc průměr kvality všech řetězců, které se mohou se schématem shodovat je 9,790. Je velmi nepravděpodobné, že bychom z takové generace získali nejlepší řetězec. Tento řetězec (10000000) se liší na všech třech určených pozicích našeho schématu. Přitom nejméně pravděpodobné je získání znaku 1 na první pozici řetězce. Křížením tento znak získat prakticky nemůžeme. Zbývá tedy jediná možnost, že znak na první pozici zmutujeme. To ovšem znamená, že získáme řetězec, který se bude shodovat se schématem 111*****. Nejsilnější řetězec, který se shoduje s tímto schématem, má kvalitu 4,272. Průměr kvality všech možných řetězců, které se  se schématem shodují je 2,231. To znamená, že námi získaný řetězec téměř nemá šanci dostat se přes další provedení selekce (díky vysoké kvalitě ostatních řetězců v generaci).  Zisk druhého nejlepšího řetězce (01111111) je mnohem pravděpodobnější, protože tento řetězec se shoduje s naším silným schématem. Přitom však jsou nejlepší a druhý nejlepší řetězec sousedními řetězci. Dochází zde tedy k velmi nepříjemné situaci, která by se dala připodobnit pokusu zdolat horu a skončit těsně pod jejím vrcholem. Celá problematika popsané situace je znázorněna na následujícím obrázku.
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Podívejme se ještě obecněji na situaci, která nastala. Tento pohled možná více zpřehlední situaci a vyjasní pohled na celý problém. Celý problém spočívá v tom, že jsou v definičním oboru za sebou dvě silná schémata. (Řetězce, shodující se s těmito schématy budou zpravidla vysoce nadprůměrné). Tato schémata jsou velmi protichůdná. V intervalu  
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 je to schéma 011***** a v intervalu 
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 je to schéma 100*****. Budeme-li se přibližovat k nejvyšší hodnotě zleva (tzn. budeme mít v generaci převážně řetězce shodující se se schématem 011*****), nastane přesně situace, popsaná v předchozích odstavcích. Budeme-li se k nejvyšší hodnotě přibližovat zprava (tzn. budeme mít v generaci převážně řetězce shodující se se schématem 100*****), budeme mít větší šanci, že najdeme nejlepší hodnotu. Generace ale může také dospět do stádia, kdy se v ní budou téměř rovnocenně vyskytovat řetězce, shodující se se zkoumanými schématy. Zkřížíme‑li pak dva řetězce, po jednom z každého schématu, na první, nebo druhé pozici, dostaneme vždy dva nové řetězce, které budou slabší, než jejich rodiče. Tito potomci se budou shodovat s jedním schémat 101*****, 010*****, 111*****, 000*****. Grafické znázornění této situace najdete na obrázku 10, kde jsou různými odstíny šedi rozlišeny úseky  (intervaly) definičního oboru, v nichž se shodují řetězce s určitým schématem. Odpovídající schémata jsou vyznačeny v jednotlivých úsecích.
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Stojíme tedy nyní před problémem, jak zvolit kódování takové, aby podobná situace nenastávala. Jedním z možných řešení tohoto problému je použití Grayova kódu.

2.4 Grayův kód
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Grayův kód je způsob kódování problému, který nás zbaví chyby popsané v předchozím odstavci. Jaká je tedy hlavní výhoda Grayova kódu. Tento kód nám zajistí, že dva sousední body prohledávaného prostoru se budou lišit pouze na jediné pozici. Nemůže tedy nastat  až do extrému vyhnaná situace z předchozího příkladu, kdy se dva sousední řetězce lišily na všech pozicích svého kódu. (Tato situace nastane pouze u řetězců délky 1). Ukažme si, jak bychom sestrojili takový kód pro náš příklad. Kód můžeme vytvářet tak, že jej budeme stavět od kratšího k delšímu. Tzn. začneme od řetězců délky 1. Zde máme pouze dva řetězce 0 a 1. Z těchto řetězců budeme chtít vybudovat kód, splňující zadanou podmínku. Nových řetězců bude dvakrát více. Dostaneme je tak, že před každý již existující řetězec přidáme znak 0 a znak 1, čímž z každého řetězce získáme dva nové řetězce. Naším cílem je tyto nové řetězce uspořádat do posloupnosti tak, aby se dva sousední lišili právě na jednom místě. Postupovat budeme tedy tak, že si napíšeme již existující řetězce pod sebe. Tyto řetězce se, jak již víme, liší na právě jedné pozici. Protože bude řetězců v kódování o jeden znak delším dvakrát tolik, napíšeme kratší řetězce ještě jednou, ovšem v obráceném pořadí. Čili dostaneme sloupec řetězců, z nichž pro většinu z nich platí, že se od svých sousedů liší právě v jedné pozici. Pouze poslední řetězec v horní polovině a první řetězec v dolní polovině jsou stejné. Když nyní před každý řetězec v horní polovině přidáme znak 0 a před každý řetězec v dolní polovině přidáme znak 1, získáme tak přesně pořadí řetězců takové, že se dva sousední liší přesně v jednom místě. Celý postup si můžete prohlédnou na obrázku 11.

Opakovaným použitím celého postupu můžeme získat řetězce libovolné délky. Na obrázku 12 je ukázána konstrukce řetězců délky 4 z řetězců délky 2.
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Ukázali jsme si, jak seřadit řetězce tak, aby se každé dva sousední řetězce lišili právě na jedné pozici. Pro použití tohoto kódování je však důležitý mechanismus, jak zjistit pořadí daného řetězce v tomto seřazení. (Abychom mohli libovolný řetězec rozkódovat). Existuje jednoduchý způsob, jak Grayův kód převést na binární zápis čísla, určující pořadí řetězce. Způsob převodu  přitom přímo vyplývá z následujícího tvrzení:

Řetězce v Grayově a binárním kódu se liší na pozicích takových, že na pozici vlevo od porovnávané se v binárním kódu nachází znak 1.

Pravdivost tohoto tvrzení pro řetězce délky 4 si můžete ověřit na obrázku 12. Chcete-li si prostudovat důkaz tvrzení, pak je naleznete v příloze uvedené na konci této diplomové práce. 
Toto tvrzení nám nyní umožňuje jednoduchý převod mezi binárním a grayovým kódem. Ukažme si například převod binárního řetězce 1100 na odpovídající Grayův kód. (Při čtení si převod provádějte.) První znak obou kódů se bude vždy shodovat, protože fakt, že se znak nachází na první pozici odpovídá situaci, kdy je před tímto znakem znak 0. Čili do grayova kódu dáme na první pozici znak 1. Jelikož byl v binárním zápisu na první pozici znak 1, musíme na druhé pozici při převodu do grayova kódu změnit hodnotu znaku. Jelikož je na druhé pozici znak 1, napíšeme do grayova kódu znak 0. Podobně budeme muset měnit znak na třetí pozici, neboť na druhé pozici se v binárním kódu nachází znak 1. Na třetí pozici grayova kódu bude tedy znak 1. Poslední pozice se nebude při převodu měnit, protože na předposlední znak v binárním kódu je 0. Výsledný Grayův kód bude tedy 1010. Obecný postup při rozhodování tedy je takovýto: 

0. Ke znaku na první pozici přistupujeme tak, jako by před ním byla nula. (Kdybychom ji nalevo od prvního místa dopsali, nic by se nezměnilo). Tzn. první znak grayova kódu se shoduje s prvním znakem binárního kódu.

1. Na konkrétní pozici se podívám, jaký znak je v binárním kódu na předchozí pozici. 

2. Je-li na předchozí pozici znak 1, napíši do grayova kódu na aktuální pozici znak takový, aby se lišil od binárního kódu. (Tedy je-li v binárním kódu znak 0, napíši do binárního kódu znak 1 a naopak.)

3. [image: image150.png]pévodni kvalita




Pokračuji kroky 1 a 2 na další pozici.

Ukažme si ještě zdrojový kód v jazyce Pascal, který daný převod provede:
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Opačný převod z grayova do binárního kódu je velmi podobný. Rozdíl v celém převodu je ve faktu, že si musíme pamatovat poslední znak, který jsme zapisovali na výstup, abychom mohli určit, jestli následující znak budeme měnit, nebo ne. Dekódování, které nám přímo převede Grayův kód na  binární řetězec, by v pascalském for cyklu mohlo vypadat například následovně:

Nadefinovali jsme si tedy kódování, které má jednu výhodnou vlastnost oproti binárnímu kódování (připomeňme: dva sousední řetězce se liší právě na jedné pozici). Nyní aplikujeme toto kódování na náš příklad, uvedený na začátku této kapitoly, a porovnáme jeho vlastnosti s binárním kódováním.

Budeme tedy prostor 
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 kódovat grayovým kódem s řetězci délky 8. Řetězci přiřadíme bod z definičního oboru tak, že zjistíme pořadí tohoto řetězce v grayově kódu a toto pořadí vydělíme 255. (Vydělením si zajistíme, že získáme bod z intervalu
[image: image28.wmf]1
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.) Porovnejme, jak se změní situace se schématy v okolí maxima, oproti binárnímu kódu.  Při binárním kódování problému jsme měli okolí maxima rozděleno na dvě části, z nichž levá část (interval
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) byl obsazen řetězci, shodujícími se se schématem 011*****. Pravá část (interval 
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) pak byla kódována řetězci shodujícími se se schématem 100*****.Pokusme se nyní najít v grayově kódu schéma, které by charakterizovalo oba zmiňované intervaly. Námi zkoumaná skupina řetězců tedy bude kódovat množinu
[image: image31.wmf](

)

(

)

624

,

0

;

5

,

0

5

,

0

;

376

,

0

È

. Jelikož bod 0,5 nekóduje žádný z řetězců, bude stejná skupina řetězců kódovat interval 
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Řetězec, kterému odpovídá nejmenší hodnota z této množiny, kterou kódujeme má binární tvar 01100000. V grayově kódu bude tento řetězec zapsán takto: 01010000. Naopak, řetězec kódující největší číslo, které kódujeme a leží v této množině, má binární zápis 10011111. Jeho zápis v grayově kódu je pak 11010000. V následující tabulce je pak seznam všech řetězců, které kódují danou množinu.
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Prostudujete-li si důkladně řetězce v tabulce, zjistíte, že se shodují na druhé a třetí pozici. Čili všechny řetězce odpovídají schématu *10****. Zároveň jsou to všechny řetězce, které se s daným schématem shodují (což lze snadno ověřit např. porovnáním počtu řetězců v tabulce a dvojnásobku počtu všech možných řetězců délky 5).Tento fakt ovšem znamená, že jestliže se všechny řetězce v generaci budou shodovat s tímto schématem, nebudeme mít v generaci slabší řetězec, než řetězec s kvalitou menší než 9,390. Co je však důležité, že zkřížíme-li dva silné řetězce a budou to řetězce shodující se se zmíněným schématem, dostaneme opět řetězce s tímto schématem se shodující, tedy opět řetězce silné. Nebude tedy docházet k podobným patologickým situacím, k jakým docházelo při použití binárního kódování. 

Interval, který kódují řetězce shodující se se schématem *10**** je poměrně velký (zabírá čtvrtinu prohledávaného prostoru).Budeme-li chtít blíže specifikovat okolí maxima naší funkce, budeme muset hledat delší schéma, s nímž se budou shodovat řetězce ležící blíže bodu, v němž se nachází maximum. Najdeme-li např. vhodné schéma se třemi určenými pozicemi, budeme jím určovat okolí maxima velikosti (v našem případě) 
[image: image33.wmf]8
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prohledávaného prostoru. Takovým schématem je pro náš příklad *100****.  Čili řetězce shodující se se schématem *100**** tvoří v našem příkladě množinu nejlepších řetězců, jejichž množství je 
[image: image34.wmf]8
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 vůči počtu všech řetězců, které mohou být použity. Srovnání schémat *10**** a *100**** najdete na následujícím obrázku.
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Volbou lepšího kódování jsme si zajistili, že v okamžiku, kdy se v generaci budou vyskytovat převážně silné řetězce, shodující se se silným schématem, pak se již nestane, že by se body kódované těmito řetězci vzdálili z okolí určeného tímto schématem. Nicméně se zde objevují další problémy, které vzniknou právě v situaci, kdy již většina řetězců kódují body mající kvalitu blízkou maxima. Tyto problémy si popíšeme v další podkapitole.

2.5 Elitářství a škálování

Jedním z problémů, nastávajících za výše uvedené situace je možnost ztráty dosud nalezeného maxima (z čehož vyplývá i možnost ztráty globálního maxima). Vraťme se opět k našemu příkladu, který jsme již vylepšili o Grayův kód. Jestliže by se všechny řetězce shodovali se schématem *100****, kódovali by všechny řetězce body z intervalu
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. To znamená, že nalezená hodnota již neklesne pod 9,852. Nicméně kvalita všech řetězců se pohybuje v intervalu
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. Z toho vyplývá, že každý z řetězců bude zabírat téměř stejnou část rulety při losování. Budeme-li mít například generaci o 100 řetězcích, bude pravděpodobnost vylosování nejlepšího v jednom tahu jen o něco málo překračovat
[image: image37.wmf]100
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. Může se tedy stát, že se nejlepší dosud nalezený řetězec nedostane do další generace. Abychom zabránili tomuto jevu, přidáme do našeho algoritmu novou operaci – elitářství. Elitářství funguje tak, že prohlásíme, že budeme určitý počet m; m<n (kde n je počet řetězců v generaci) nejlepších řetězců propagovat do další generace. (m je typicky rovno 1). To znamená, že ještě než začneme s losováním nové generace (reprodukcí), pošleme automaticky do nové generace m nejlepších řetězců z generace předchozí. Tyto řetězce se v daném kroku nezúčastňují ani křížení, ani mutace. 

 Právě popsaný mechanismus účinně  zamezuje možnosti ztráty nejlepšího dosud nalezeného řetězce – tj. nejlepší nalezená hodnota se již nezhorší. Mechanismus však neřeší jiný problém, který zde nastává. Situace, kdy mají řetězce podobnou kvalitu a řetězce kódují body v blízkém okolí maxima vede k tomu, že algoritmus již nehledá lepší řešení, ale náhodně se pohybuje ve vymezeném okolí maxima. Tato situace je způsobena právě rovnoměrným rozložením řetězců na ruletě. Jsme tedy v situaci, kdy potřebujeme, abychom více rozlišovali mezi řetězci, jejichž kvalita se téměř neliší. Operátor, který nám toto rozlišování umožní je škálování kvality (z anglického fitness scaling). Myšlenka škálování je taková, že přepočteme získanou kvalitu tak, abychom dosáhli většího rozdílu mezi kvalitami jednotlivých řetězců, ale abychom zachovali vztahy mezi lepšími a horšími řetězci. Tedy aby platilo, že je‑li řetězec a lepší než řetězec b, je i po škálování řetězec a lepší než řetězec b. Jedním z typů škálování kvality je lineární škálování kvality.

Lineární škálování kvality je operátor, který přepočte získanou kvalitu f podle vzorce:

(1) 
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kde a, b jsou konstanty a 
[image: image39.wmf]f

 škálovaná kvalita. Učiňme nyní úmluvu, že kvalitu řetězce (původní) budeme značit f a škálovanou kvalitu budeme značit 
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. Koeficienty a, b volíme tak, abychom zachovali následující dva vztahy:  
Průměry škálované a původní kvality všech řetězců v generaci jsou shodné. Platí tedy vztah

(2) 
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Kde 
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avg

 je průměrná kvalita řetězce v generaci. Důvod, proč budeme chtít splnit tuto podmínku je následující. Řetězec, jehož kvalita je průměrná mezi všemi kvalitami řetězců v generaci má pravděpodobnost vylosování
[image: image43.wmf]n
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, kde n je počet prvků v generaci. Nejpravděpodobnější počet potomků takového řetězce v další generaci je 
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. (Říkáme, že očekávaný počet potomků řetězce v další generaci je 1. Potomkem řetězce k přitom rozumíme exemplář řetězce k, který se dostane do další generace vylosováním úseku rulety příslušnému řetězci k.)  Když splníme výše uvedený vztah, zajistíme tím tedy, aby se zachovala i pravděpodobnost vylosování průměrného řetězce. Zachová se tedy i počet očekávaných potomků průměrného řetězce v další generaci. Druhý vztah, který budeme uplatňovat se týká hodnoty maximální kvality a je následující :
Maximální škálovaná kvalita má  velikost Cmult násobku průměru kvalit všech řetězců v generaci. Platí tedy vztah:
(3) 
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kde Cmult je konstanta. Typicky je pro potřeby většího rozlišení mezi řetězci Cmult=1,2 nebo Cmult=2. Právě volbou této konstanty můžeme měnit vzdálenosti mezi jednotlivými řetězci. Čím větší zvolíme konstantu, tím větší budou rozdíly mezi jednotlivými kvalitami řetězců. Výše uvedené volby proto budeme používat pro škálování generace v posledních krocích genetického algoritmu, kdy lze předpokládat velkou podobnost kvalit jednotlivých řetězců. Naopak volbu 
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můžeme použít  k tomu, abychom v prvních krocích algoritmu k sobě přiblížili pravděpodobnosti vylosování jednotlivých řetězců. Tímto zajistíme větší různorodost generace pro další zkoumání.
Dosazením vztahů (2), (3) pro průměrnou a maximální hodnotu do rovnice (1) dostaneme vztahy, z nichž teprve počítáme koeficienty a, b. Z rovnic
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nám vyjde vztah pro výpočet koeficientů a, b následovně:
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Ukažme si nyní, jak bude škálování fungovat na našem příkladě funkce 
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.Opět budeme interval 
[image: image53.wmf]1

,

0

 kódovat grayovým kódem s řetězci délky 8 (popis viz předchozí podkapitola). Nechť je generace ve stádiu, kdy se všechny řetězce shodují se schématem *100****. Mohou to být například řetězce z následující tabulky.
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V posledním sloupci tabulky jsou zachyceny jednotlivé pravděpodobnosti vylosování pro každý řetězec. Jak jste si jistě povšimli, všechny řetězce mají velice blízkou pravděpodobnost vylosování. Lze tedy předpokládat, že následující generace se bude velmi málo lišit od předchozí a tudíž se ani nezlepší nejlepší nalezená hodnota. Porovnejme tento stav se stavem, který nastane v situaci, kdy použijeme škálování s koeficientem Cmult=1,2. Podle výše uvedených vzorců budeme na přepočet škálování potřebovat zjistit průměrnou a maximální kvalitu v řetězci. Tyto hodnoty jsou zároveň s koeficienty uvedeny v tabulce 8. V tabulce 9 pak naleznete přepočtené kvality a úseky na ruletě při použití škálování.

V již zmiňované tabulce 9 si můžete povšimnout, že jsme dosáhli kýženého efektu, a to sice toho, že lepší řetězce získali znatelně lepší pravděpodobnost vylosování, než řetězce slabší. Přitom jsme zachovali korektnost v tom směru, že je‑li v libovolné dvojici jeden z řetězců slabší, je tento řetězec slabší i ve škálované kvalitě. Ve skutečnosti jsme udělali v podstatě pouze to, že jsme kvalitu „roztáhli“ směrem od průměrné hodnoty tak, jak to můžete vidět v grafu na obrázku 15. Tzn. zachovali jsme pravděpodobnost vylosování pro řetězce s průměrnou kvalitou, oslabili jsme řetězce s podprůměrnými kvalitami a posílili řetězce s nadprůměrnými kvalitami.
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Při použití škálování vzniká nový problém, jehož obdobu jsme řešili v kapitole 1.5. Může se stát, že po škálování dostaneme záporné hodnoty kvalit některých řetězců. Tato situace by nastala i v našem příkladě, kdybychom použili volbu 
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. Výsledek takového škálování si můžete prohlédnou na obrázku 14  a v tabulce 12. V tabulce 10 pak naleznete koeficienty potřebné pro tento přepočet. V případě, že takový případ nastane máme dvě možnosti. Buďto škálování nepoužijeme vůbec, anebo budeme škálovat tak, aby nám nejmenší škálovaná hodnota vyšla 0. To znamená že místo podmínky (3) (
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)  použijeme podmínku 
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Dostaneme vztahy pro koeficienty a, b pro tento způsob lineárního škálování
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V tabulce 13 najdete přepočet kvalit z našeho příkladu odpovídající právě uvedeným kritériím. V tabulce 11 pak najdete koeficienty a, b pro výpočet těchto škálovaných kvalit.
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Metody ukázané v této kapitole jsou velice účinnými prostředky, jak vylepšit práci genetického algoritmu. Kromě zde uvedeného lineárního škálování existují ještě některé další typy škálování. Tyto typy se liší pouze způsobem přepočtu škálované kvality. Zůstává však stále zachována myšlenka zachování očekávaných potomků u průměrných řetězců. Myslím, že ukázaný typ škálování je dostatečně účinný a tudíž se v této práci nebudu již této metodě věnovat. Více informací o škálování naleznete například v knize [1].

[image: image160.wmf]1

,

0


[image: image161.wmf](

)

624

,

0

;

376

,

0


[image: image162.png]3
6
Crax.
! ot
a9
4
2
T Crnin
it i iy izt |
aly iz oo e
(rodnopy ke 719) (eshep ke ) 3
S e I —

1
minimalizace funkos g =x?+2  maximalizace funkee gl = 2 - x°




2.6 Ověřme si kvalitu vylepšení
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V kapitole 1.7 jsme si popisovali ovládání programu, který demonstruje použití genetického algoritmu na hledání maxima funkce jedné proměnné. Jestli jste si již vyzkoušeli tento program podle návodu uvedeného v kapitole 1.7, pak již víte, že jsem zde popisoval nastavení dvou parametrů, jejichž význam jsem nevysvětlovat. Tyto parametry se nastavovali v kolonkách elitních a škálovat od v dialogu. Po přečtení textu této kapitoly jste již jistě pochopili, že do kolonky elitních zadáváte počet elitních řetězců. Nastavení v kolonce škálovat od určuje, od kterého kroku algoritmu se bude provádět škálování. Toto škálování se bude provádět s koeficientem Cmult=1,2. Jak již jsem naznačil v kapitole 1.7, použil jsem pro kódování prostoru graův kód s řetězci délky 20. Nyní si tedy můžeme vyzkoušet v programu efekty nově popsaných operací. Jako první test můžete provést nastavení genetického algoritmu podle návodu v kapitole 1.7 s tím rozdílem, že do kolonky elitních vyplníte hodnotu 1 (čímž zadáme jeden elitní řetězec) a v kolonce škálovat od vyplníte hodnotu 80. (Tzn. od 80 kroku se bude škálovat konstantou Cmult=1,2.) Výsledek hledání maxima funkce 
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 pak by mohl být například následující:

Srovnáte‑li tento obrázek s obrázkem 8, na kterém je zobrazena poslední generace genetického algoritmu bez použití elitářství a škálování, zaregistrujete hned dvě zlepšení. Jedno z nich je, že se mnohem více řetězců objevuje ve velmi těsném okolí maxima. Zde je sloupek určující počet řetězců nejvyšší. Druhé zlepšení je nalezená nejlepší hodnota. Na obrázku 8 je sice jako nejlepší nalezená hodnota uvedeno 10, ale pozice řetězce 0,50001 napovídá, že je tomu tak pouze díky zaokrouhlení (ve skutečnosti je tato hodnota  9,999999996). Nicméně na obrázku 16 je u hodnoty pozice uvedeno 0,50000, což znamená, že nejlepší nalezená hodnota je buďto maximum funkce, nebo je o něco lepší, než hodnota nalezená bez škálování a elitářství. 

Nyní vám již jen doporučím, abyste si vyzkoušeli různé funkce při různých nastaveních parametrů. Až vás omrzí program na hledání maxima funkce jedné proměnné, můžete si v adresáři funkce2 spustit program pro optimalizaci funkce dvou proměnných. Ovládání tohoto programu je velice podobné ovládání předchozího programu. Rozdíly v zadání nastavení spočívají pouze v tom, že zadáváte rozsahy tří os – x, y, z – a v zadání funkce píšete funkci dvou proměnných. Záhy také zjistíte, že jsem použil dvojnásobně dlouhý kód oproti předchozímu programu. Důvod spočívá v tom, že řetězec je rozdělen na dvě poloviny, z nichž každá kóduje jednu z proměnných. Proto bylo pro zachování přesnosti z předchozího příkladu potřeba zdvojnásobit délku řetězce.

Jelikož je graf funkce plocha v trojrozměrném prostoru, vidíme jej na dvojrozměrném stínítku monitoru pouze z jednoho pohledu. Jestliže však genetický algoritmus neběží (skončil, je zastaven tlačítkem [image: image62.bmp] nebo pozastaven tlačítkem [image: image63.bmp]) lze grafem pomocí šipek otáčet. 
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Na následujícím obrázku můžete vidět rozložení poslední generace genetického algoritmu, hledajícího maximum funkce 
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2.7 Shrnutí

V této kapitole jsou uvedeny některá důležitá vylepšení oproti základní verzi algoritmu. Ukázali jsme si zde lepší způsob kódování prohledávaného prostoru – Grayův kód. Díky tomu, že se při jeho použití liší kódy každých dvou sousedních řetězců právě na jedné pozici, odstraňuje Grayův kód některé nevýhodné vlastnosti dříve použitého binárního kódování.

Ukázali jsme si také, dvě nové operace, které nám vylepší celkovou schopnost algoritmu nalézat lepší řešení. První z nich – elitářství – nám zajistí, že nikdy nepřijdeme o nejlepší nalezenou hodnotu, ať již se tato vyskytuje v jakékoli generaci. Druhá – škálování – nám pomáhá v situaci, kdy jsou řetězce velice podobné kvality. V této situaci přepočte škálování kvality řetězců tak, aby se více lišili, a aby nadprůměrné řetězce v generaci dostali znatelně lepší pravděpodobnost vylosování, než řetězce podprůměrné. Tím zajistíme jistý tlak na to, aby genetický algoritmus preferoval lepší řetězce i v situaci, kdy jsou kvality řetězců srovnatelné. 

Popsali jsme si, jak obě nové operace vyzkoušet na programech přiložených na CD‑ROM. V těchto programech je také implementován Grayův kód. V další kapitole se budeme zabývat tím, jak naprogramovat základní verzi genetického algoritmu s jediným vylepšením – grayovým kódem, a jak do genetického algoritmu přidat popsaná a vyzkoušená vylepšení.

3. Programování genetického algoritmu

3.1 Co je obsahem této kapitoly

Jak již bylo dříve uvedeno, v této kapitole si ukážeme, jak lze genetický algoritmus naprogramovat. Přitom o programování zde budeme mluvit na dvou úrovních.

Nejdříve si zde ukážeme a popíšeme téměř kompletně zdrojový kód té základní verze algoritmu, o níž jsme mluvili v první kapitole. Jediné vylepšení, které zde použijeme bude kódování grayovým kódem. Dodržíme tedy i původní omezení, že budeme pracovat pouze s funkcemi, které mají všechny funkční hodnoty na zkoumaném intervalu nezáporné. Zdrojový kód je napsán v jazyce Borland Pascal, protože tento jazyk patří stále k nejrozšířenějším programovacím jazykům na středních školách.

Následně se budeme věnovat programu implementujícímu algoritmus se všemi vylepšeními, které jsme dosud uvedli. Jedná se o program, se kterým jsme se setkali již v kapitolách 1.7 a 2.6. Při programování tohoto programu jsem zvolil poněkud novější a silnější programovací prostředek – Delphi. Kvůli snaze o komfortnost a dobrou vizualizaci fungování algoritmu tento program obsahuje větší množství kódu. Bylo by zcela bezúčelné jej celý popisovat v tomto textu. Proto najdete jeho dokumentaci v příslušné příloze a zde se budu věnovat především popisu, jakým způsobem jsem programoval některá vylepšení.

3.2 Jednoduchý genetický algoritmus

3.2.1 Základní verze

Cílem programu, který budu v této kapitole popisovat, bylo napsat co nejjednodušší verzi genetického algoritmu. Snažil jsem se přitom o co největší čitelnost a modifikovatelnost kódu. Při psaní programu jsem vycházel z příkladu, který byl již několikrát použit v obou předcházejících kapitolách. Program, který je napsán v Borland Pascalu verze 7.0 hledá maximum funkce 
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. Graf této funkce naleznete v kapitole 1.5 na obrázku 5. Interval 
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 kóduji řetězci délky 15. Používám přitom Grayův kód. Genetické operace jsem implementoval přesně podle popisu v kapitole 1.

Po přečtení popisu tohoto kódu byste již měli být schopni sami naprogramovat genetický algoritmus ve své oblíbeném programovacím jazyce. Na přiloženém CD-ROM pak v adresáři vzor naleznete kód programu, se kterým můžete dále experimentovat. 

3.2.2 Datové struktury

První otázkou, kterou si musíme položit, než začneme programovat je, jakým způsobem budeme reprezentovat jednotlivé „prvky“, které genetický algoritmus používá – tj. především generaci řetězců a ruletu.

K reprezentaci jednoho řetězce (jedince) jsem zvolil pole bitů deklarované příkazem:

type retezec = array [1..DelkaRet] of boolean,
kde DelkaRet je konstanta udávající délku řetězce. Víme, že naše řetězce obsahují na každé pozici pouze hodnotu 1 nebo 0. Můžeme tedy hodnotu 1 reprezentovat pomocí hodnoty True a hodnotu 0 reprezentovat pomocí hodnoty False. Zároveň má typ boolean přesný počet různých hodnot, které potřebujeme k reprezentaci pozice řetězce. K reprezentaci celé generace pak použijeme pole řetězců deklarované takto:

type generace = array [1..NumGen] of retezec,
kde je NumGen konstanta, udávající počet řetězců v generaci.

Poněkud zajímavější se jeví problém, jakým způsobem budeme realizovat ruletu. Ruletu jsme si totiž vždy představovali jako kruh, v němž vždy určitá část výseče příslušela jistému exempláři řetězce. Vytvářet strukturu, která by kopírovala tuto představu (například cyklický seznam) by nebylo úplně nejšťastnější. Jak si ukážeme v následujícím odstavci, tak z důvodu rychlejšího vyhledávání vylosovaného řetězce je vhodnější volit pro reprezentaci rulety pole deklarované např. takto:

type TRuleta = array [1..NumGen] of double,
kde i-tá položka typu double bude reprezentovat konec výseče i-tého řetězce. Jakým způsobem bude fungovat tato reprezentace si ukážeme v následujícím odstavci.
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Než se však pustíme do popisu programování jednotlivých kroků algoritmu řekněme si ještě něco ke kódování prohledávaného prostoru. Prohledávaným prostorem bude vždy interval, který bude podmnožinou oboru reálných čísel. K jeho kódování používáme řetězce délky DelkaRet. Vzhledem k tomu, že na každé pozici řetězce můžeme mít právě dvě hodnoty, budeme celý interval kódovat pomocí 2DelkaRet řetězců. Kódovat přitom budeme grayovým kódem a řetězce budeme rovnoměrně rozkládat po celém intervalu. Budeme‑li tedy chtít zjistit, který bod intervalu přísluší danému řetězci budeme postupovat takto. Nejdříve spočteme pořadí P řetězce v grayově kódu podle algoritmu, který je popsán v kapitole 2.4. Potom polohu řetězce spočítáme jednoduše podle vzorečku 
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, kde Hmez je horní mez intervalu a DMez je dolní mez intervalu. Tento výpočet nám zajistí rovnoměrné rozložení řetězců po kódovaném intervalu. Právě popsaný výpočet provádí v našem programu funkce dekod, která dostane jako vstupní parametr řetězec a na výstup vrací příslušnou polohu. Zde si můžete prohlédnout její kód:

Nyní se již pustíme do popisu programování jednotlivých kroků algoritmu.

Reprodukce

Reprodukci budeme provádět přesně podle způsobu popsaného v kapitole 1.4.1. Budeme tedy používat vážené  rulety. K reprezentaci rulety použijeme pole popsané v předchozí podkapitole. Již jsme si naznačili, že číslo na i-té pozici bude reprezentovat konec výseče i-tého prvku. To znamená, že na i‑té pozici bude číslo, udávající, jak velkou část výseče rulety zabírají všechny řetězce od prvního do i-tého v pořadí zápisu v generaci. (Neboli jaký je celkový součet velikostí výsečí, zabraných prvními i prvky).Budeme‑li chtít zjistit velikost výseče i‑tého prvku, odečteme od hodnoty na i‑té pozici hodnotu na i-1-ní pozici. Celou situaci si ještě můžete prohlédnout na obrázku 18.
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Otázkou tedy zůstává, jakým způsobem naplníme ruletu
. K tomu, abychom ruletu dostali do námi požadovaného tvaru, budeme potřebovat dva průchody ruletou (i s použitím informací z pole, v němž je uvedena generace řetězců). 

V prvním průchodu ruletou použijeme pro každý řetězec z generace funkce dekoduj a fce. Jak již víme z předchozí kapitoly, funkce dekoduj nám pro daný řetězec říká, který bod v prohledávaném prostoru řetězec kóduje. Funkce fce nám pak k takto vypočtené pozici vrátí funkční hodnotu. Tuto hodnotu zapíšeme na příslušné místo v ruletě. Zároveň si počítáme celkový součet všech kvalit řetězců, tzn. spočítané hodnoty si přičítáme do proměnné soucet). Po prvním průchodu tedy máme v ruletě na i‑té pozici kvalitu i‑tého řetězce a máme spočítaný součet kvalit všech řetězců v generaci.

V druhém průchodu již převedeme ruletu do námi požadovaného tvaru. Postupovat budeme tak, že si nejdříve vyzvedneme i‑tý prvek a podělíme jej celkovým součtem. Tím získáme velikost výseče pro daný řetězec. Budeme‑li pak k této hodnotě (vyjma první řetězec) vždy přičítat hodnotu na (i‑1) pozici, dostaneme námi požadované hodnoty v ruletě. Na posledním místě by se mělo vyskytovat číslo jedna. Kvůli možnosti zaokrouhlovacích chyb sem pro jistotu ještě učiníme přímé přiřazení jedničky. 

Poté, co máme ruletu takto připravenou, můžeme začít s losováním nové generace. Teprve teď si čtenář uvědomí, jaký význam má pro nás námi zvolené uložení rulety. V ruletě totiž máme uložena čísla v intervalu 
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 tak, že jsou seřazena vzestupně podle velikosti. Budeme‑li tedy losovat náhodná čísla v intervalu 
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, budeme určovat příslušný úsek rulety takto. Najdeme nejmenší číslo a v ruletě takové, že námi vygenerované náhodné číslo je menší než nalezené číslo a. Výhoda naší reprezentace přitom spočívá v tom, že k tomu, abychom hledanou mez a našli, nepotřebujeme procházet celé pole, ale můžeme použít metodu binárního vyhledávání (známou také pod názvem metoda půlení intervalů)
, která je podstatně rychlejší. V našem programu je toto vyhledávání realizováno funkcí BinVyhled, která v dané ruletě pro danou hodnotu nalezne polohu horní meze. Nyní nám už tedy zbývá provést NumGen náhodných výběrů a pomocí funkce BinVyhled naplnit novou generaci příslušnými řetězci. Celý kód procedury bude vypadat následovně:
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Křížení

Křížení budeme taktéž provádět přesně podle popisu který se nachází v kapitole 1.4.2. Vezmeme tedy vždy náhodně dva exempláře řetězců ze staré generace. Pro ně náhodně (s pravděpodobností křížení) určíme zda‑li se budou křížit. Budou‑li se křížit, zvolíme náhodně bod, v němž se budou křížit a příslušné dvě části kódu zaměníme. Při pokusu o naprogramování křížení však narazíte na jeden menší problém. Jestliže již dva vylosované exempláře zkřížíte, musíte zajistit aby již nebyly znovu vylosovány. Pro řešení tohoto problému jsem zvolil následující postup. Pokaždé, když vylosuji dva řetězce, které se budou křížit, vyměním tyto řetězce za poslední dva řetězce ve staré generaci, ze kterých jsem v právě prováděném kroku losoval. V následujícím losování budu pak losovat náhodné číslo, jehož maximum bude o dvě menší, než v předcházejícím kroku. Tím zabráním tomu, abych vylosoval řetězce, které již křížením prošli. Celý postup je v jednom kroku schématicky znázorněn na následujícím obrázku.
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Jediný problém, který bylo potřeba vyřešit byla situace, kdy právě jeden nebo oba z vylosovaných řetězců se nacházeli mezi posledními dvěmi řetězci mezi právě losovanými řetězci. Především v případě právě jednoho řetězce mezi poslední dvojicí je třeba zajistit, aby se jeden z vylosovaných řetězců nezaměňoval za druhý. Toho jsem v následujícím kódu dosáhl tak, že jsem záměnu za poslední řetězec provedl s každým řetězcem ihned po jeho vylosování.
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Zdrojový kód křížení tedy pak vypadá takto:

3.2.4 Mutace

Mutace se jeví jako nejjednodušší operace, kterou by jistě většina z vás zvládla napsat pouze podle návodu v kapitole 1.4.3. Pouze pro úplnost uvádím zdrojový kód, který podobně jako losování nové generace využívá toho, že funkce random bez parametru vrací náhodnou hodnotu v rozmezí intervalu
[image: image73.wmf])
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. Zdrojový kód tedy vypadá následovně:
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Zkuste si sami

Rozborem mutace jsem ukončil ukázku, jak lze naprogramovat základní verzi genetického algoritmu.  Na vás je teď, abyste si sami vyzkoušeli trochu se zdrojovým kódem pohrát a pozměnit jej. Mezi nejjednodušší změny patří volba optimalizované funkce spočívající ve změně výpočtu funkce Fce. Nastavením konstant na začátku algoritmu pak můžete měnit vlastnosti genetického algoritmu. Zkušenějším programátorům pak doporučuji vyzkoušet si na tomto kódu implementaci dříve uvedených vylepšení. Jak dobře jste se vyrovnali z úskalími jejich implementace se pak můžete přesvědčit v následující kapitole.

3.3 Program s přidanými vylepšeními

3.3.1 Použití programu

Program, který jsem napsal v Delphi a přidal k této diplomové práci, je určen spíše k testování efektu jednotlivých vylepšení genetického algoritmu. Při jeho spuštění si můžete navolit, jaká funkce se bude optimalizovat a na jakém intervalu. Dále pak pravděpodobnosti křížení a mutace, počet prvků v generaci, počet kroků algoritmu, počet elitních řetězců v každé generaci. Tato aplikace (kterou naleznete v adresáři \funkce) vám tedy umožní zkoumat, jaký vliv mají jednotlivá nastavení genetického algoritmu na jeho chování. Přesné ovládání programu naleznete na konci této práce v příloze IV. Nicméně, budete‑li sami programovat genetický algoritmus, jistě se nespokojíte se základní verzí. Proto jsem, pro usnadnění vaší práce a za účelem srovnání s vašimi nápady, přidal popis mého způsobu, jakým jsem jednotlivá vylepšení programoval. Vzhledem k tomu, že jazyk Delphi vychází z jazyka pascal, přidám zde občas i ukázku kódu, který vylepšení implementuje.

3.3.2 Datové struktury

V tomto programu se oproti popisované základní verzi poněkud liší použité datové struktury. Program byl původně psán v Delphi verzi 3. Proto se zde ještě nejsou použity některé možnosti, které nabízejí Delphi verze 4.0. Nicméně již ve verzi Delphi 3 byla možnost naprogramovat si vlastní dynamické pole. Tohoto faktu jsem využil při navrhování datových struktur pro generaci a ruletu. Pro obě dvě jsem udělal speciální unitu, ve kterých jsou implemetovány dynamická pole reprezentující tyto struktury. Jejich používání je však velmi podobné použití běžného statického pole, tak jak jej znáte z Pascalu (i když některá omezení sebou tento způsob nese).

Definice zmíněného dynamické pole, které používám pro reprezentaci generace najdete v unitě sez.pas. Nedoporučuji tuto unitu zkoumat těm, kteří nemají již alespoň základní znalosti o programování v Delphi. Nicméně zde upozorním na jistý luxus, který jsem si při volbě reprezentace dovolil. Řetězec jsem reprezentoval jako prvek typu string. Přesněji řečeno, struktura řetězce je deklarovaná takto: 

type Tmytype = string [maxlength];.

Toto sice vypadá jako plýtvání místem, ale typ boolean je ve skutečnosti reprezentován jedním bytem. Čili co velikosti se týče, téměř nic bychom použitím typu boolean neušetřili. Navíc můžeme při křížení použít kopírování řetězců, které je rychlejší, než for cykly, které jsme použili v původní verzi.

Poněkud jsem také rozšířil informace, které si nese prvek rulety. Prvek rulety je nyní reprezentován záznamem, deklarovaným takto: 
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Poměrně nepodstatnou změnou je, že jsem přímo k prvku rulety přidal informaci, který z řetězců reprezentuje (proměnná which). Proměnná percent pak stejně jako u předchozího příkladu slouží k pamatování si velikosti výseče, kterou na ruletě zabírá nejen samotný prvek, ale i všechny prvky nacházející se v poli vlevo od aktuálního prvku. Důležitou změnou je fakt, že se v záznamu používá prvek ok typu boolean. Tento prvek slouží k identifikaci toho, zda‑li v bodě reprezentovaném daným řetězcem je funkce definována. Čili slouží k řešení problémů souvisejících s nedefinovanými funkčními hodnotami. Tento identifikátor oceníme hlavně při programování škálování a elitářtví. Nicméně neexistence funkční hodnoty není jediným problémem týkajících se kvalit, které budeme muset vyřešit. V následující kapitole si rozebereme implementaci řešení jednoho problému, se kterým jsme se setkali a jehož řešení jsme si objasnili už v kapitole 1.5.

3.3.3 Záporné kvality řetězců.

Jak vyřešit tento problém již víme. Připomeňme, že v případě, že kvality mohou nabývat záporných hodnot, pamatujeme si minimum Cmin z posledních k generací a kvality přepočítáváme podle vzorce:
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Zůstává tu však otázka, jakým způsobem si budeme pamatovat minimum za posledních k generací. Ve svém programu jsem volil k=3. Nicméně naprogramoval jsem program tak, aby změna počtu generací, ze kterých se počítá minimum spočívala pouze ve změně konstanty k. Postupoval jsem přitom tak, že jsem si vytvořil pole délky k, kde si pamatuji minima v posledních k generacích. V poli přitom používám indexy v rozsahu 0..k-1. V každém kroku pak z minim uložených v poli vyberu nejmenší. Před tím, než se bude pokračovat, přepíšeme nejstarší zapamatované minimum za minimum z poslední generace. Abychom v poli minim přepisovali vždy jenom jednu hodnotu, pamatujeme si vždy index minI, na jehož pozici leží nejstarší minimum. Na začátku je index minI nastavený na 0. Po naplnění pole minim přepočítávame hodnotu indexu minI podle vzorce 
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. Máme tedy zajištěno, že kvality řetězců budou nezáporné.

3.3.4 Elitářství.

Do popisovaného programu jsem přidal také tuto operaci, jejíž popis najdete v kapitole 2.5. Ve stručnosti si zopakujme, že použití elitářství spočívá v tom, že do další generace ještě před losováním dáme k<n nejlepších řetězců v generaci, kde n je počet řetězců v generaci. Technicky jsem tento krok provedl takto. Využil jsem faktu, že po prvním průchodu rulety při reprodukci je na jednotlivých pozicích rulety kvalita příslušného řetězce (viz podkapitola 3.2.3). Výběr elitních řetězců tedy provádím v rámci reprodukce právě ve chvíli, kdy mám v poli reprezentujícím ruletu uloženy kvality řetězců. Postupuji tak, že za použití algoritmu bublinkového třídění přesunu k nejlepších řetězců na poslední místa v ruletě. (Provedu tedy k lineárních průchodů polem a tedy celý algoritmus nalezení k nejlepších řetězců bude mít složitost k(n). Těchto k řetězců zkopíruji do nové generace. Pak již provádím běžnou reprodukci, jak jsme si ji již několikrát popsali s jediným rozdílem ve faktu, že losuji pouze zbývajících n-k řetězců.

3.3.5 Škálování.

Stejně jako u předchozí operace využívám toho, že po prvním průchodu ruletou při reprodukci mám v ruletě uloženy kvality řetězců. Samotné škálování provádím po uskutečnění výběru elitních řetězců. (Mohl bych také před provedením výběru elitních. Limitující je pouze nutnost mít před provedením škálování spočtené kvality řetězců v ruletě). Jelikož výpočet ovlivňuje velikost výseče příslušné danému řetězci na ruletě, musím provést škálování před výpočtem velikosti výsečí jednotlivých řetězců na ruletě. Provádím v tomto místě lineární škálování, které bylo popsáno v kapitole 2.5. Celý průběh škálování je vcelku jednoduchou záležitostí. Proto místo složitého popisu přidávám zdrojový kód, který samotné škálování provede. Vysvětleme si ještě význam proměnných a procedur v kódu použitých. Funkce findbest dosadí do proměnné o kvalitu nejlepšího řetězce, který se nachází v generaci. Tuto hodnotu si pamatujeme pak v proměnné max. V proměnné min pak máme nejmenší hodnotu, nacházející se v generaci. Proměnné Cmult, a, b mají přesně ten význam, [image: image172.png]s jakým je používáme v kapitole 2.5.

Cmult je konstanta, pomocí níž škáluji (srovnej s 2.5). Při škálování jsem volil konstantu Cmult=1,2. Nejdůležitějším místem kódu je výpočet koeficientů pro škálování. Na základě vzorců v kapitole 2.5 nejdříve spočítám koeficienty pro škálování s koeficientem Cmult=1,2. Zjistím‑li však, že by toto škálování vedlo k použití záporných kvalit, přepočtu kvality tak, aby nejmenší z nich byla nulová.

3.4 Shrnutí

V této kapitole jsme si ukázali, jakým způsobem lze genetický algoritmus programovat. Po přečtení této kapitoly by vám již nemělo dělat velké potíže napsat jednoduchý genetický algoritmus ve svém oblíbeném programovacím jazyce. Kromě problémů s implementací operací jednoduchého genetického algoritmu jsme se také věnovali problémům naprogramování některých vylepšení. Pro zkušenějšího programátora by nyní neměl být problém tato vylepšení do svého programu zabudovat.

Teorie genetických algoritmů

3.5 Úvodem

V této kapitole se budeme zabývat teoretickými základy, které vysvětlují, jak je možné, že genetický algoritmus vyhledává dobrá řešení problému bez znalosti struktury zkoumaného problému. Jelikož se tato kapitola zabývá teorií, budeme v ní používat některé základní pojmy z matematiky. Předpokladem pro pochopení jejího obsahu jsou proto základní znalosti teorie pravděpodobnosti, kombinatoriky a teorie geometrických řad. Čtenáři, kteří se nechtějí zabývat příliš teoretickými popisy, mohou tuto kapitolu přeskočit, aniž by tím jakkoli ztratili souvislosti při dalším studování textu. 

Dříve než však začneme z popisem jednotlivých výsledků, zavedeme si některé základní pojmy, které budeme dále používat.

3.6 Zavedení základních pojmů

Při zavádění pojmů navážeme zavedení pojmu schéma, které jsme provedli již v kapitole 2.3. Připomeňme tedy, že schématem rozumíme „šablonu“ řetězce stejné délky, jako je řetězec v generaci s tím rozdílem, že kromě znaků 0, 1, obsahuje také znaky *, které zde slouží jako zástupný symbol. Řetězec se shoduje se schématem, jestliže se shodují všechny znaky řetězce a schématu, na pozicích, na kterých se ve schématu nachází znak 0 nebo 1. Již v dřívějším textu bylo poukázáno na fakt, že v závislosti na počtu určených pozic schématu (pozice obsahující znak 0 nebo 1) se liší počet řetězců, které se se schématem shodují (viz obrázek 13). Čím více je určených pozic ve schématu, tím méně řetězců se s ním může shodovat. Počet řetězců v generaci shodujících se s daným schématem však také závisí velkou měrou i na rozložení určených pozic ve schématu. Budeme‑li například křížit řetězec shodující se se schématem 1******1 s řetězcem, který se neshoduje ani se schématem  1******* a ani se schématem ******1, pak máme jistotu, že žádný z potomků se nebude shodovat se schématem 1******1. Budeme‑li však křížit řetězec shodující se se schématem *****11 s řetězcem, který se neshoduje ani se schématem ******1 a ani se schématem *****1*, máme pravděpodobnost 
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, že se vzniklý řetězec bude shodovat se schématem *****11. Abychom mohli lépe rozlišovat mezi právě popsanými vlastnostmi schémat, zavádíme dva nové pojmy – Délka a řád schématu (z anglického defining length a order).  Délkou ((H) schématu H rozumíme vzdálenost mezi první a poslední určenou pozicí schématu. řádem o(H) schématu H rozumíme počet určených pozic schématu. Mějme tedy například schéma H=01**1***. Potom ((H)=5-1=4 a o(H)=3. Tyto dva pojmy bohatě využijeme v následujících úvahách.

Přežití schématu v generaci

Pro další zkoumání genetického algoritmu se nyní budeme zabývat otázkou, jak se v generaci vyvíjí počet řetězců shodující se s daným schématem v průběhu genetického algoritmu. Pro zjednodušení terminologie učiňme nyní úmluvu, že vztah „řetězec x se shoduje se schématem H“ budeme také vyjadřovat spojením „schéma H má v generaci řetězec x“. Dále jestliže bude v textu uvedeno například spojení „řetězec A budeme křížit na 3 místě“, bude to znamenat, že řetězec při křížení rozdělíme mezi třetí a čtvrtou pozicí řetězce.

Mějme tedy vybrané schéma H z generace o n prvcích a zkoumejme, jak se v jednom kroku genetického algoritmu bude v generaci měnit počet řetězců. Označme ještě počet prvků shodující se se schématem H v generaci po t-tém kroku algoritmu m(H,t) a populaci, kterou jsme dostali po t-tém kroku A(t). Zkoumejme nyní, jaký lze očekávat počet řetězců m(H,t+1) v t+1-ním kroku algoritmu.

Reprodukce

Jak již víme, při reprodukci jsou řetězce náhodně losovány na vážené ruletě, kde každý řetězec má pravděpodobnost vylosování závislou na jeho kvalitě. Pravděpodobnost vylosování i‑tého řetězce přitom počítáme dle vzorce 
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, kde fk je kvalita k‑tého řetězce v generaci. Symbolem (fj zde rozumíme součet kvalit všech řetězců v generaci. Po vylosování nové generace z generace A(t) je, na základě předchozí úvahy, očekávaný počet řetězců, shodujících se se schématem H dán vzorcem:
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kde f(H) je kvalita schématu v generaci (průměr kvalit všech řetězců v generaci shodujících se se schématem H – viz kapitola 2.3). Jelikož průměrnou kvalitu řetězce v generaci můžeme vypočíst pomocí vzorce 
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, můžeme předchozí vzorec přepsat ve tvaru:

(i) 
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Tento vzorec však vyjadřuje fakt, že schéma, které má nadprůměrnou kvalitu v generaci bude mít po vylosování nové generace v této nové generaci vyšší počet jedinců. Naopak řetězce s podprůměrnou kvalitou v generaci budou mít ve vylosované generaci menší počet řetězců. Reprodukce nám tedy zajišťuje zbavení se schémat s nízkou kvalitou v generaci.

Otázkou zůstává, jak rychle bude růst počet řetězců shodujících se se silnými schématy a jak rychle bude klesat počet řetězců shodujících se se slabým schématem. Odpověď na tuto otázku nám dá následující úvaha. Mějme schéma H, pro jehož kvalitu v generaci f(H)  platí 
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, kde c je konstanta. (Neboli: kvalita schématu je o c‑násobek průměrné kvality větší než průměrná kvalita). Za tohoto předpokladu můžeme výše uvedenou rovnici přepsat ve tvaru:
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Začneme‑li výpočet počtu řetězců od počáteční generace (tedy od t=0), pak za předpokladu pevné velikosti konstanty c dostáváme rovnici:
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Mnozí z vás již jistě postřehli, že výraz, který jsem právě uvedl vyjadřuje geometrickou řadu (s kvocientem (1+c), tedy větším než jedna). Výraz (1+c)t přitom vyjadřuje exponenciální (=znatelný) nárůst řetězců daného schématu, v případě, že c>0. Ukažme si v tabulce, jaký by tento nárůst byl, kdyby koeficient c měl hodnotu 0,5.

t
1
3
5
10
20
30

(1+c)t
1,5
3,375
7,594
57
3325
191751

tabulka 14 : nárůst při koeficientu c=0,5
Samozřejmě, že nárůst řetězců shodujících se s jedním daným schématem nebude v dané generaci tak strmý. Všechny takové řetězce by se nám po několika krocích do generace (například velikosti 1000) nevešly. Navíc čím více je řetězců shodujících se s daným schématem, tím menší je pravděpodobnost, že jejich průměrná cena je tak znatelně vyšší, jak nám určuje náš kvocient. V okamžiku, kdy řetězce daného schématu zaplní celou generaci, pak zjevně koeficient c bude nulový. Nicméně výpočty zde uvedené nám ukazují, jak rapidně se zvýší počet řetězců dosud nejlepších schémat při provedení jedné operace reprodukce.

Efekt reprodukce je tedy jasný. Reprodukce zajišťuje exponenciální nárůst (pokles) počtu řetězců shodujících se s nadprůměrnými (podprůměrnými) schématy v generaci. Jak jsme se již ovšem zmiňovali v kapitole 1.4.1, samotná reprodukce nám nezajistí prohledávání jiné části prostoru, než byla prohledána v předchozí generaci. K tomu nám právě slouží operace křížení.

Křížení

Mechanismus křížení, který vytváří nové řetězce má destruktivní vliv na schémata. Budeme‑li například křížit řetězec A shodující se se schématem H s řetězcem B, který se se schématem H neshoduje, může nastat situace, kdy se ani jeden ze vzniklých řetězců nebude shodovat se schématem H. Tato situace nastane za dvou předpokladů.  

1. Budeme řetězce křížit v místě, od kterého se nalevo i napravo nacházejí určené pozice schématu H.
2. Levá část řetězce B od místa křížení se aspoň na jedné určené pozici neshoduje se schématem H. Zároveň pravá část řetězce B od místa křížení se aspoň na jedné určené pozici neshoduje se schématem H. 

Některá schémata jsou náchylnější k ztrátě řetězců při křížení, než jiná. Mějme například schémata H1=*1***0** a H2=***01*** a řetězec A=11001010. Řetězec A se shoduje s oběma schématy H1, H2. Přitom pro řád obou schémat platí, o(H1)=o(H2)=2 . Budeme‑li však řetězec křížit, pak pouze v jediném případě – budeme‑li křížit na místě mezi čtvrtou a pátou pozicí –  může nastat situace, kdy se nebude ani jeden z výsledných řetězců shodovat se schématem H2. Naopak, jsou v řetězci A čtyři různá místa, po jejichž volbě ke křížení může dojít k tomu, že se výsledné řetězce nebudou shodovat se schématem H2. Je zřejmé, že nevýhodou schématu H2 je jeho velká délka. Obecně můžeme situaci popsat takto:

Máme dán řetězec A, který se shoduje se schématem H. Zkoumáme, jaká  je pravděpodobnost  pd situace, že po zkřížení řetězce A s jiným řetězcem se ani jeden z potomků řetězce A neshoduje se schématem H. Pravděpodobnost pd spočteme na základě vzorce 
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 místech pak může dojít k zničení schématu v řetězci. Nerovnost ( je ve vzorci proto, že při křížení na zmíněných 
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 místech nemusí nutně dojít k tomu, že zkoumané schéma ztratí řetězec v generaci.) Doplňková pravděpodobnost 1‑pd k pravděpodobnosti pd nám udává, jaká je pravděpodobnost, že po křížení dvou řetězců z nichž jeden se shoduje se schématem H, vznikne aspoň jeden řetězec, který se shoduje se schématem H. Uvažme ještě, že ke křížení dochází s jistou pravděpodobností křížení pc. Budeme‑li tedy provádět operaci křížení na dva řetězce, z nichž jeden se shoduje se schématem H, bude pro pravděpodobnost „přežití“ schématu aspoň v jednom z řetězců platit vztah:

(ii) 
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Z tohoto vztahu již můžeme vypočítat předpokládaný počet řetězců v generaci Ac(t+1), shodujících se se schématem H, kde Ac(t+1) vznikla reprodukcí a křížením z generace A(t), vzniklé v t‑tém kroku. Dostaneme následující odhad:

(iii) 
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Výraz na pravé straně nerovnice jsme dostali z dříve uvedeného vztahu (i), pouhým vynásobením pravé strany pravděpodobností přežití schématu při křížení dvou řetězců, z nichž jeden se shoduje se schématem H. Uvědomme si ještě, že křížením dvou řetězců shodujících se se schématem H dostaneme opět dva řetězce shodující se se schématem H. Navíc vznik řetězce shodujícího se se schématem H křížením dvou řetězců, které se se schématem H neshodují zvyšuje počet řetězců shodujících se se schématem H v generaci. Odhad (iii) je proto korektním odhadem počtu řetězců shodujících se se schématem H v generaci, kterou dostaneme z generace A(t) provedením reprodukce a křížení.

Rozeberme si ještě, co vlastně říká odhad (iii). Jak již víme, první část výrazu na pravé straně až po hranatou závorku říká, že při reprodukci získávají nadprůměrná schémata exponenciální nárůst počtu řetězců v generaci. Pohlédneme‑li na obsah hranaté závorky, zjistíme, že pouze jediný v ní uvedený element je závislý na struktuře schématu. Tím je délka schématu. Všechny ostatní elementy jsou závislé na genetickém algoritmu jako takovém a pro každé schéma jsou shodné. Jednoduchou úvahou pak dospějeme k závěru, že čím je délka schématu menší, tím větší je číslo na pravé straně celé nerovnosti a tedy tím větší je očekávaný počet řetězců, které získáme z generace A(t) pomocí operace reprodukce a křížení.

Čili závěr (a) je takovýto: Exponenciální nárůst počtu řetězců v generaci po provedení reprodukce a křížení mají schémata s nadprůměrnou kvalitou a relativně malou délkou.

Mutace

Poslední operace, u které musíme zjistit, jaký vliv bude mít na počet řetězců shodujících se se schématem H je mutace. Jak víme, každá pozice v řetězci je změněna mutací s pravděpodobností mutace p​m. Pravděpodobnost, že ke změně nedojde je tedy 1-p​m. Máme‑li pak řetězec A shodující se se schématem H, je počet pozic v řetězci A, po jejichž změně by se řetězec A neshodoval se schématem H roven řád o(H) řetězce H. Pravděpodobnost, že po mutaci řetězce A se tento řetězce bude nadále shodovat se schématem H je pak (1-pm)o(H). Pro velmi malé hodnoty pm můžeme právě uvedený výraz aproximovat výrazem 1- o(H)(pm. Nerovnost (iii) se pak změní následovně:

(iv) 
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Jak lze vyčíst z uvedené nerovnice, příspěvek mutace na ztrátě řetězce ze schématu je tím menší, čím menší je řád schématu. Ve spojení se závěrem (a) v předchozím textu vyslovíme nejdůležitější závěr této podkapitoly – větu o schématech.

Věta o schématech (Základní věta genetických algoritmů)

Krátká v generaci nadprůměrná schémata s nízkým řádem získávají exponenciální nárůst počtu řetězců v následujících generacích.Tato schémata nazýváme stavebními bloky (building blocks).

3.7 Problém dvou-rukého a k‑rukého bandity

Nyní v našich úvahách jakoby na chvíli odbočíme od témata genetických algoritmů. Brzy zjistíme, že problém, který tu rozebereme s funkčností algoritmů velmi souvisí. V předchozí podkapitole řečená věta totiž sice říká jisté tvrzení o nárůstu schémat, neříká však, proč je dobré, aby v generaci exponenciálně narůstal počet řetězců shodujících se s krátkými nadprůměrnými schématy s nízkým řádem. Na tuto otázku nám pomůže odpovědět problém dvou-rukého a k-rukého bandity.

Zadání problému dvou-rukého bandity je následující. Máme stroj se dvěmi pákami. Po zatažení za jednu z pák dostaneme  průměrnou výhru m1 u první páky a výhru m2 u druhé páky. Máme n pokusů. Naším úkolem je, bez znalosti hodnot m1, m2, tahat za páky tak, abychom získali co největší výhru.

 Za předpokladu, že m1​>m2, tedy že průměrný zisk je u první páky větší než u druhé, je pro nás výhodnější, tahat za první, tedy lepší páku. Bohužel před začátkem hry nevíme, která z dvou rukou je lepší. Nabízí se tedy takovýto postup. Rozdělíme naše pokusy na 2(l prvních a n‑2(l ostatních pokusů. Na každé páce nejdříve vyzkoušíme l pokusů. Zbývajících l-1 pokusů provedeme na páce, která nám doposud dala vyšší výhru. 

Z popisu předchozího postupu vyplývá otázka, jakým způsobem nejlépe zvolit hodnotu l. Čím více vyzkoušíme pokusů, tím pravděpodobněji sice určíme lepší páku, ale tím více pokusů s jistotou dáme horší páce.

John Holland učinil výpočet, určující, jak by měli být pokusy rozděleny mezi jednotlivé páky, aby naše ztráta byla co nejmenší. Výsledkem těchto výpočtů je použití n* pokusů pro horší ruku a N‑n* pro lepší ruku, kde n* je dáno následujícím výpočtem:
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kde b je konstanta, která závisí na jistých statistických veličinách, jejichž význam je pro naše pozorování nepodstatný. Pro zjednodušení ještě označme 
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. To je však exponenciální funkce. Tento fakt nám říká, že pro optimální rozložení pokusů bychom měli zvyšovat s prodlužujícím se počtem pokusů o něco více než exponenciálně počet pokusů pro dosud lepší ruku. Tato strategie je ovšem neproveditelná vzhledem k tomu, že vyžaduje znalost výsledků ještě před tím, než jsou zjištěny. Nicméně dává jisté měřítko, podle něhož se dají posuzovat proveditelné strategie. Podle tohoto měřítka je genetický algoritmus téměř optimální. Jak totiž již víme, genetický algoritmus zajišťuje exponenciální nárůst „pokusů“, které obdrží nejlepší stavební blok.

 Při jiném pohledu na genetický algoritmus zjistíme, že pomocí genetického algoritmu neřešíme jeden problém dvou‑rukého bandity, ale mnoho k‑rukých banditů. k-ruký bandita je zobecněním problému dvou‑rukého bandity. Jeho zadání je následující: Máme stroj s k pákami. Po zatažení za i‑tou z pák dostaneme  průměrnou výhru mi. Máme n pokusů. Naším úkolem je, bez znalosti hodnot mi, tahat za páky tak, abychom získali co největší výhru.

Pro lepší porozumění výše uvedenému tvrzení se nejdříve zamysleme nad řešením jednoho k‑rukého bandity.

Stejně, jak u dvou‑rukého bandity, tak i u k-rukého bandity budeme chtít dosáhnout exponenciálního nárůstu pokusů pro dosud nejlepší ruku. Tento požadavek nyní elegantně spojíme s námi již vyzkoumanou změnou počtu schémat shodujících se daným schématem. Za tímto účelem si uvedeme následující příklad:

Mějme generaci  řetězců délky 7. Zabývejme se v ní schématy, které mají určené pozice 3, 4, 5. Jedná se tedy o následující schémata:

Tato schémata mezi sebou v generaci soutěží, protože jestliže se řetězec shoduje s jedním z nich, pak se již neshoduje s žádným jiným z uvedených schémat. Každý řetězec se přitom shoduje právě s jedním z uvedených schémat. Každé schéma tedy pokrývá určitou část generace řetězců genetického algoritmu. Abychom správně přiřadili určitou část populace každému ze schémat, musíme zajistit, aby se počet řetězců shodujících se s nejlepším schématem zvýšil exponenciálně, stejně jako exponenciálně zvyšujeme počet pokusů nejlepší z rukou k‑rukého bandity. Tento exponenciální nárůst nám zajišťuje tvrzení věty o schématech. Pomocí rozdělení generace mezi osm schémat tedy vlastně řešíme problém osmi‑rukého bandity.

Ve skutečnosti genetický algoritmus ještě řeší daleko více, než jednoho k‑rukého banditu. Genetický algoritmus řeší paralelně mnoho k‑rukých banditů. Budeme‑li například uvažovat v generaci s řetězci délky 7 schémata s třemi určenými pozicemi, dostáváme celkem 
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osmi‑rukých banditů (8=23). Obecně pro schémata řádu j v řetězcích délky l existuje 
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různých kj rukých banditů, kde kj=2l. Ne každý z problémů je hrán stejně dobře, protože dlouhá schémata jsou ničena křížením a mutací. Zakladatel oboru zabývajícího se genetickými algoritmy John Holland dokázal ve své větě o implicitním paralelismu, že počet schémat, která nejsou ničena křížením a mutací v generaci o n řetězcích je alespoň O(n3). To znamená, že existuje konstanta c taková, že pro libovolné n je počet zmíněných schémat alespoň 
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. (Přesnou definici O(n3) si můžete přečíst v příloze II.) V generaci máme tedy řádově n3 stavebních bloků.

3.8 Stavební bloky

Abychom lépe pochopili význam krátkých schémat – stavebních bloků – věnujme nyní pozornost tomu, jak jsou v prohledávaném prostoru rozloženy body, které jsou kódovány řetězci shodujícími se s daným schématem. Pro názornost opět použijeme funkci 
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 kódujme grayovým kódem délky 8. Podívejme se například, jaké řetězce se v tomto případě shodují se schématem *1******. Tyto řetězce kódují část prostoru, která je šedivě vyznačena na následujícím obrázku. 

Na tomto obrázků si všimněte dvou důležitých věcí. Schéma *1****** zabírá polovinu intervalu 
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. Tento fakt lehce vyplývá z toho, že každý řetězec se musí buďto shodovat se schématem *1****** nebo se schématem *0******. Zajímavější je fakt, že jestliže se řetězec shoduje se schématem *1******, nebude mít kvalitu menší než 7,51. Takto jednoznačné rozdělení prostoru ovšem nenastává vždy, což můžeme ilustrovat i na následujícím obrázku, kde je vyobrazena část prostoru kódovaná řetězci shodujících se se schématem **0*****.

S uvedeným schématem se shodují i velmi slabé řetězce. Spojíme‑li však obě uvedená schémata do jednoho schématu *10***** dostaneme takové rozložení řetězců shodujících se s uvedeným schématem, které zobrazené na následujícím obrázku.

Jak vidíme, žádný z řetězců shodujících se se schématem *10***** nemá menší kvalitu než 9,38. Závěr, který můžeme provést z právě uvedených úvah je takovýto: Schémata, která se shodují na všech určených pozicích, nám rozdělují prohledávaný prostor do více disjunktních částí. Čím větší je řád schématu, tím menší část prostoru reprezentuje. Tím, že genetický algoritmus „hraje“ více‑ruké bandity, rozděluje počet řetězců (pokusů) do jednotlivých částí prostoru podle toho, jak dobré doposud dané schéma bylo. Prozkoumává tedy tím více určitou část prostoru, čím větší je pravděpodobnost, že v této části prostoru nalezne dobré řešení.

3.9 Shrnutí

V této kapitole jsme se věnovali matematickým základům, na nichž je postaveno vysvětlení správné funkčnosti genetických algoritmů. Ukázali jsme si, že v generaci genetického algoritmu přežívají především řetězce shodující se s krátkými schématy s malým řádem. (Tj. se schématy, které mají relativně malou vzdálenost mezi první a poslední určenou pozice a mají málo určených pozic.) Že je tato vlastnost genetického algoritmu dobrá jsme si ukázali pomocí problému k‑rukého bandity. Ukázali jsme si, že genetický algoritmus řeší mnoho k-rukých banditů paralelně najednou. Na závěr jsme si ukázali důležitost krátkých schémat ve spojení s problémem k‑rukého bandity.

Některé další operace a vylepšení genetického algoritmu.

3.10 Úvodem

Jak již nadpis napovídá, v této kapitole naleznete některá další rozšíření genetického algoritmu. Rozšíření zde popsaná, až na jednu výjimku, již neimplementuji. Implementaci rozšíření ponechávám na čtenáři, který si chce vyzkoušet, jaké změny tyto rozšířené operace do základní techniky přinášejí. Jsou zde tedy napsány pouze stručným způsobem.

3.11 Reprodukce turnajovým způsobem

V mnoha aplikacích lze nalézt použití jiného způsobu reprodukce, než je pomocí rulety. Jedním z takových způsobů, je reprodukce turnajovým způsobem. Postup této reprodukce je jednoduchý. Z generace vždy vybereme dva různé řetězce a do nové generace dáme silnější z nich. Přitom je‑li jedním z vybraných řetězců nejsilnější řetězec, je s pravděpodobností 1.0 propagován do další generace. Naopak nejhorší řetězec prakticky nemá šanci dostat se do další generace. Největší výhodou tohoto způsobu reprodukce je rychlost, s jakou k reprodukci dochází. Ukažme si ještě výsledek tohoto způsobu reprodukce na příkladu, který jsme pro reprodukci použili již v kapitole 1.4. Zde jsme použili následující generaci s uvedenými kvalitami: 

Řekněme, že nyní uděláme 8 losování dvojic pro reprodukci. Nechť jsou tyto dvojice například takovéto: (1;4), (6;7), (3;5), (2;8), (3;7), (2;6), (1;7), (3;8). Výsledkem této reprodukce pak bude generace popsaná v následující tabulce.

Zatímco průměr kvalit řetězců původní generace byl 5.397, tak průměr kvalit řetězců generace získané po provedení reprodukce 6,883. Čili jsme opět dosáhli kýženého efektu nárůstu průměrné kvality generace. Tento nárůst je sice menší, než tomu bylo u rulety, kde průměrná kvalita řetězce ve vylosované generaci byla 8,069. Nicméně oproti ruletě je tento způsob reprodukce výrazně rychlejší. (Porovnání dvou řetězců je jistě méně časově náročné, než vyhledání příslušného řetězce v ruletě. Další čas ušetříme na tom, že nemusíme váženou ruletu vytvářet a počítat do ní jednotlivé úseky pro řetězce.) Abychom ještě vyzkoušeli kvality turnajového způsobu reprodukce, rozhodl jsem se začlenit jej do poslední aplikace genetického algoritmu, kterou se budeme zabývat v kapitole 6. Podrobnější srovnání turnajového způsobu selekce s váženou ruletou naleznete v knize [5]. (Zde bych upozornil na poněkud odlišnou terminologii v této knize – selekce pomocí vážené rulety je zde nazývána fitness‑proportionate selection.)

3.12 Minimalizace funkcí

Zatím jsme genetický algoritmus vždy používali k maximalizaci funkcí. Jednoduchým způsobem však lze převést celý mechanismus na hledání minima funkce.(Tedy obecněji genetický algoritmus lze používat i pro optimalizační problémy, hledající minimum na nějakém prostoru) Převedení problému je přitom velmi jednoduché. Máme funkci g(x), kterou chceme minimalizovat. Zvolíme konstantu Cmax a minimalizaci funkce g(x) převedeme na maximalizaci funkce f(x), získané takto:
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Je mnoho možností jak volit koeficient Cmax. Může být zadáno jako vstupní koeficient, může to být také největší hodnota v posledních k generacích. Druhá z uvedených možností je ve své podstatě myšlenkově velmi podobná způsobu, jakým jsme se vypořádali se zápornými hodnotami funkce v kapitole 1.6. Tuto podobnost můžete porovnat na obrázku 23, kde jsou vedle sebe znázorněny situace, kdy hledáme minimum funkce 
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a situace, kdy hledáme maximum funkce 
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3.13 Omezení a penalizační metoda 
U mnoha reálných problémů, které budeme chtít řešit genetickým algoritmem se setkáme s problémy omezení optimalizované funkce a tedy s omezeními kvality řetězců (Říkáme také, že řešíme problém vázaný podmínkami, které jsou dané nerovnicemi). Jeden ze způsobu, jak se vyrovnat s tímto problémem je tento. V okamžiku, kdy některý z řetězců překročí jedno z omezení, prohlásíme že nemá žádnou kvalitu a takový řetězec již neprojde do další generace. Tato procedura funguje dobře, ovšem jenom v případě, že tímto způsobem nezahodíme příliš mnoho řetězců. V okamžiku, kdy odstraňováním „špatných“ řetězců přicházíme o značnou část generace (neboli omezení jsou tak silná, že mnoho řetězců nezíská kvalitu), přicházíme o různorodost generace. Po čase se nám může stát, že se v generaci bude vyskytovat velké množství kopií několika řetězců. Pro tyto úlohy je třeba zvolit jinou metodu  řešení. Jednou z použitelných metod je penalizační metoda.

Penalizační metoda spočívá v převedení vázaného problému na problém nevázaný. Řekněme, že máme například následující zadání:

Minimalizujte m rozměrnou funkci g(x), kde x je m rozměrný vektor. 

Tato funkce je vázána podmínkami hi(x)(0 i=1, 2, ( ,n.

Toto zadání převedeme na zadání nevázaného problému následovně:

Minimalizujte m rozměrnou funkci 
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kde ( je penalizační funkce a r penalizační koeficient. 

Existuje mnoho způsobů, jak volit penalizační funkci. Jednou z používaných voleb je 
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.Penalizační koeficient slouží pouze ke změně důležitosti, jakou budeme přisuzovat překročení omezení. V praktických aplikacích je koeficient r volen pro každé omezení zvlášť, čímž můžeme dosáhnou rozdílné důležitosti překročení různých omezení. Penalizace se používá v mnohých úlohách. Možnost použití penalizační funkce si ukážeme na použití genetického algoritmu pro problém batohu, který rozebíráme v kapitole 6. Konkrétní popis penalizační funkce pro zmiňovaný problém naleznete v kapitole 6.2.
3.14 Generation gap

Generation gap je pozměnění genetického algoritmu, které ve své podstatě slouží k zachování větší různorodosti generace. Efekty této operace blíže zkoumal De Jong, a některé závěry naleznete v knize [1]. Celá podstata změny je takováto. Zvolíme si konstantu 0<g(1. V generaci o n řetězcích pak náhodně vybereme k, 
[image: image106.wmf]ë

û

g

n

k

×

=

 (celá část z n(g) řetězců. Na těchto vybraných řetězcích provedeme operace reprodukce, mutace a křížení. Nově vzniklé řetězce potom náhodně rozdělíme do generace, ze které jsme je losovali. Tím vzniká nová generace o n řetězcích.

3.15 Závěrem

Cílem této kapitoly nebylo hluboce se zabývat každým z uvedených operátorů, ale spíše naznačit, jaké další změny a vylepšení se dají učinit oproti základní verzi. Existuje samozřejmě mnoho dalších rafinovaných změn, které by mohli tuto kapitolu roztáhnout do díla několika desítek stránek. Čtenáři, který by se chtěl obecně více zabývat možnostmi genetických algoritmů doporučuji použít některou z knih [1] nebo [2].

Použití genetického algoritmu na řešení problému batohu.

3.16 Složitost algoritmů

Protože v této kapitole budu používat některé pojmy z oboru složitosti algoritmů, vysvětlíme si nejdříve několik základních pojmů, týkajících se této oblasti. Kdo je v těchto pojmech zběhlý, může tuto podkapitolu přeskočit.

V této kapitole budeme používat některé pojmy z oboru složitosti algoritmů. Na začátek si proto nepřesně naznačíme význam některých z nich. Přesnějšímu vysvětlení jednotlivých pojmů je pak věnována příloha II. Ti, kdo problematiku složitosti algoritmů ovládají, mohou tuto kapitolu přeskočit. 

Pojmy, které jsou následně použity jsou polynomiální složitost a exponenciální složitost. Obecně se složitostí rozumí funkce, vyjadřující  „maximální čas, po který bude trvat výpočet algoritmu při libovolném vstupu délky n“. Délka vstupu je u každého algoritmu poměrně individuální problém. Bude‑li například mít algoritmus na vstupu pole, budeme délkou vstupu rozumět délku tohoto pole. Bude‑li však algoritmus mít na vstupu jedno číslo, budeme délkou vstupu rozumět velikost tohoto čísla.

Polynomiálně složitým algoritmem pak rozumíme algoritmus, pro něhož existuje polynom P(n) proměnné n, kde n je délkou vstupu, takový, že pro každý vstup délky n je doba výpočtu menší nebo rovna hodnotě P(n).

Exponenciálně složitý algoritmem rozumíme takový algoritmus A,  pro nějž platí následující. Pro libovolnou funkci E(n) takovou, že délka výpočtu algoritmu A nad vstupem délky n je menší nebo rovna hodnotě E(n) platí:

Existuje reálná konstanta C taková, že pro nekonečně mnoho přirozených čísel n platí vztah 
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Rozlišování mezi polynomiálními a exponenciálními algoritmy má své opodstatnění. Zatímco u polynomiálních algoritmů lze řešit úlohy i s „dlouhými“ vstupy, u exponenciálních algoritmů bychom se už u poměrně „krátkých“ vstupů nedočkali do konce života výsledků. Pro porovnání uvažujme počítač, který je schopen udělat jednu operaci za 10-8 sekundy. V tabulce 16 můžete porovnat, jak rychle s délku vstupu narůstá doba výpočtu u algoritmu (i), který vykoná n2 kroků, a u algoritmu (ii), který vykoná 2n kroků. Údaje jsou uvedeny v sekundách. Pro porovnání jsem ještě do posledního řádku přidal přepočty sekundových údajů u funkce 2n na jiné jednotky.

Jak je patrné z údajů uvedených v tabulce, tak zatímco rozdíl doby výpočtu je při vstupu délky 20 lidskými smysly téměř nerozlišitelný,  už při vstupu délky 35 algoritmus (ii) velice silně zaostává za algoritmem (i). A zatímco dobu běhu algoritmu (i) bude při vstupu délky 100 stále nepostihnutelná, dokončení práce algoritmu (ii) při stejně dlouhém vstupu se pravděpodobně nedožijeme. Proto se při řešení problémů vždy snažíme vyhnout exponenciálně složitým algoritmům a to i za cenu jisté ztráty přesnosti výsledku. Jedním z algoritmů, kterým můžeme nahradit exponenciálně složitý algoritmus s jistou ztrátou přesnosti výsledku je právě genetický algoritmus.

3.17 Problém batohu

V této kapitole se budeme věnovat použití genetického algoritmu na jednu speciální úlohu – problém batohu. Problém batohu je však jedním z velké skupiny problémů, pro jejichž řešení se zatím nepodařilo nalézt lepší algoritmy, než algoritmy exponenciální složitosti. Tyto problémy naleznete v literatuře pod označením NP-úplné. V této práci nebudu věnovat prostor teorii NP-úplných problémů. Tu si může čtenář nastudovat v dostupné literatuře. Proto zde pouze naznačím některé základní vlastnosti:

1. Pro řešení těchto problémů byly nalezeny pouze algoritmy, které mají exponenciální složitost a obecně se předpokládá, že rychlejší algoritmy neexistují.

2. Jestliže by byl nalezen algoritmus polynomiální složitosti pro výpočet libovolného NP‑úplného problému, pak by pro všechny NP-úplné problémy existoval algoritmus polynomiální složitosti, který by je řešil. Takový algoritmus však zatím nalezen nebyl.

Problémy, které do této skupiny patří, jsou přitom velmi praktického charakteru. Často se v praxi setkáváme s reálnými problémy, jejichž součástí je problém NP-úplný. Uveďme si na ukázku některé z nich.

Problém obchodního cestujícího (Traveling Salesman Problem)

Obchodní cestující má navštívit n různých měst. Mezi každými dvěma městy A, B je dána jejich vzdálenost, kterou budeme značit d(A,B). Přitom pro všechna A,B platí d(A,B)( 0 ( d(A,B)= d(B,A). Jedno z měst (označme jej X) zvolme za počáteční. Úkolem obchodního cestujícího je uskutečnit cestu tak, aby platili následující podmínky.

· Cesta začíná i končí v počátečním městě X.

· Každé z měst je navštíveno právě jednou.

· Zvolená trase je ze všech tras, splňujících předchozí dvě podmínky, nejkratší (a tedy náklady na její projetí nejmenší).

Očíslujeme‑li si všechna města, vyjma X, čísly od 1 do n, lze celý problém nadefinovat takto:

Hledáme permutaci i1, i2, ... in-1 čísel 1..n‑1 takovou, že ze všech možných permutací je následující součet nejmenší možný:
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, kde Aik je město očíslované číslem ik.Kdybychom postupovali vyzkoušením všech možností, museli bychom otestovat všechny permutace délky n. Takový algoritmus by tedy měl složitost ((n!).(Význam znaku (  je přesně popsán v příloze II. Čtenář, který nechce studovat tuto přílohu, se může spokojit s tvrzením následující věty.) To je však algoritmus exponenciální složitosti. 

Obarvení grafu třemi barvami

Na vstupu máme diskrétní graf (viz příloha II obrázek 27). Naším úkolem je zjistit, lze‑li vrcholy grafu obarvit třemi různými barvami tak, aby každé dva vrcholy spojené hranou byly obarveny různou barvou. Exponenciální algoritmus, který se přímo nabízí je vyzkoušet všechna možná obarvení. 

Problém batohu

Zadání základní verze problému batohu je následující: 

Máme seznam předmětů, z nichž u každého máme dánu jeho velikost Ci. Dále máme dánu velikost batohu C. Naším úkolem je naskládat ze zadaných předmětů do batohu ty, která se do něj „vejdou“ (tzn. součet objemů Ci je menší než C) a zároveň je součet jejich objemů co největší. 

Pro tento problém se často používá následující úsměvná interpretace. Zloděj vstoupí do bytu s batohem v ruce. Protože má naspěch, má pouze čas vzít věci, co se mu do batohu vejdou. Jeho cílem je odnést si co nejnaditější (nejplnější) batoh.

Pro toto zadání existuje mnoho modifikací. Na jednu z nich si právě vyzkoušíme napsat genetický algoritmus. Zadání modifikovaného problému je následující:

Máme batoh určité kapacity (objemu) C. Dále máme n předmětů. Každý (i‑tý) z těchto předmětů má svůj objem Ci a cenu Pi. Naším úkolem je naskládat ze zadaných předmětů do batohu ty, které se do něj „vejdou“ (tzn. součet objemů Ci je menší než C nebo roven C) a zároveň je součet jejich cen největší. (Tedy již poněkud informovanější lupič se snaží o to, aby mu jeho lup co nejvíce vynesl.)

Toto zadání je o něco obecnější než původní verze. Zvolíme‑li totiž předměty tak, že se jejich ceny rovnají jejich objemům, dostaneme původní zadání.

Pro lepší pochopení problému si uveďme příklad. Mějme tedy batoh, jehož kapacita je 30 a pět předmětů, jejichž parametry jsou uvedeny v tabulce 17.

Řešením našeho příkladu bude batoh obsahující předměty 1 a 2. Těmito předměty sice nezaplníme celý batoh, ale součet cen je největší u všech kombinací předmětů, které lze do batohu naskládat. Nedostane se tam tedy ani nejdražší předmět 4, protože k němu již žádný předmět nepřidáme. Stejně tak nezvítězí ani kombinace předmětů 0, 1 nebo 2, 3, které sice batoh zcela naplní, ale součet jejich cen bude nižší, než u kombinace 1, 2.

Tento příklad jsme díky jednoduchému nahlédnutí na 5 řetězců mohli rychle vyřešit. Obecně je řešení tohoto problému složitější, když máme více předmětů a větší kapacitu batohu, která však nepřesahuje součet objemů všech předmětů. Existují některé speciální případy, kdy je řešení problému jednoduché (polynomiálním algoritmem). Pro obecný případ však byly nalezeny pouze algoritmy s exponenciální složitostí. Nejjednodušším, ale zároveň časově nejnáročnějším algoritmem pro nalezení řešení je porovnání všech možných kombinací předmětů, které lze do batohu naskládat. Existují i poněkud vylepšené strategie, ale všechny z nich mají v konečném důsledku exponenciální složitost.

Protože (dosud) nelze NP‑úplné problémy řešit jinak, než algoritmem exponenciální složitosti, vymýšlejí se (aproximativní) algoritmy, které jsou polynomiální, ale hledají pouze přibližné řešení. Jako dobrým obecným aproximativním algoritmem se jeví právě genetický algoritmus.

3.18 Genetický algoritmus pro problém batohu.

3.18.1 Kódování binárními řetězci a řetězci celých čísel

První problém, se kterým se budeme potýkat při přípravě řešení problému batohu pomocí genetického algoritmu bude kódování problému. První otázkou je, co vlastně budeme kódovat. Kódovat budeme obsah batohu, který bude potenciálním řešením. Celkový postup tedy bude takový, že na začátku vytvoříme generaci řetězců reprezentujících náhodný obsah batohu a pak na ně pustíme genetický algoritmus. Nejlepší obsah batohu po vykonání algoritmu prohlásíme za nejlepší nalezené řešení. Kvalitou řetězce tedy zcela přirozeně bude součet všech cen předmětů, které jsme dali do batohu.

Musíme si ovšem předem rozmyslet, jakým způsobem budeme kódovat obsah batohu. Ukážeme si zde dvě možná řešení z nichž jedno jsem použil při programování demo programu.

Kódování binárními řetězci

Toto kódování je velice podobné stylu, který jsme použili u předchozích aplikací. Řetězce, které bychom při tomto kódování použili budou totiž obsahovat pouze znaky 0 a 1. Kódování funguje takto: Vytvoříme si seznam jednotlivých předmětů. Řetězce budou mít délku shodnou s délkou tohoto seznamu. Jednička na i-té pozici bude značit, že se i‑tý předmět v seznamu nachází v batohu, naopak nula bude značit, že předmět se v batohu nenachází. 

Považujme například seřazení předmětů v tabulce 17 za seřazení v našem seznamu. Pak kódy obsahu batohu budou mít délku 5 a námi nalezené řešení příkladu v kapitole 6.1 bude kódováno řetězcem 01100. Kvalita řetězce se pak vypočítá pomocí vzorce 
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kde x je řetězec, x[i] jeho i-tá pozice, P[i] cena i‑té položky v seznamu a n počet položek v seznamu.

Výhodou tohoto kódování je, že můžeme použít přesně tu verzi genetického algoritmu, kterou jsme použili pro implementaci v kapitole 3.2.Toto kódování však sebou nese závažný problém v tom, že ne každý řetězec kóduje možné řešení.(Možným řešením zde rozumím množinu předmětů, které lze do batohu naskládat. Například řetězec 11111 by však v našem předchozím příkladě kódoval batoh obsahující všechny předměty, a tedy není možným řešením.) Často se nám stane, že řetězcem je označeno tolik předmětů, že se všechny do batohu nevejdou. I když si u počáteční generace pohlídáme korektnost řetězců v tom smyslu, že kódují možná řešení, tak nám špatné řetězce vzniknou křížením a mutací. Proto je potřeba použít mechanismus, který tyto chyby odstraní. Nabízejí se nám tu dva zajímavé přístupy. Před jejich popisem však ještě učiňme úmluvu, že řetězce, které jsou korektní v tom smyslu, že kódují možné řešení problému batohu budeme nazývat přípustnými.

1. Penalizační funkce

S obecným popisem tohoto řešení jsme se již setkali v kapitole 5.4. Připomeňme, v čem spočívá tento způsob řešení popsaného problému. Použijeme speciální funkci, která při nesplnění podmínky, že se všechny předměty do batohu dostanou, zhorší kvalitu vypočtenou podle vzorce (i). Výpočet kvality pak bude probíhat podle vzorce:
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kde Pen(x) je hodnota penalizační funkce pro řetězec x. Penalizační funkce je přitom volena tak, že je nulová pro přípustné řetězce. Výpočet penalizační funkce pro nepřípustné řetězce můžeme volit následujícím způsobem:
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Myšlenka této penalizace je vcelku jasná. Velikost ( udává maximální možnou cenu jednotky objemu vzhledem ke všem předmětům, které dáváme do batohu. Penalizací tedy snížíme kvalitu tak, že odečteme maximální možnou cenu objemu, který se již do batohu nedostane. Čili řetězec, jehož nepenalizovaná kvalita je vysoká a součet objemů předmětů jím reprezentovaných jen o malý kousek přesahuje kapacitu batohu bude mít stále vysokou kvalitu a je možné, že jeho malou změnou získáme kvalitní přípustný řetězec.

Penalizační funkce má výhodu ve faktu, že stačí v podstatě jediná změna v našem algoritmu z kapitoly 3.2, abychom ji implementovaly. Nevýhoda tohoto postupu spočívá v možnosti většího množství penalizovaných řetězců v generaci (protože v generaci zůstávají i nepřípustné řetězce). 

2. Opravný algoritmus

Při použití opravného algoritmu postupujeme tak, že z nepřípustného řetězce x vytvoříme přípustný řetězec y. Výrobu přípustného řetězce z nepřípustného přitom zajišťuje opravný algoritmus. Tento algoritmus postupně z řetězce odebírá předměty (mění jedničky na nuly), dokud se zbývající předměty do batohu nevejdou. Pak se podle vzorce (i) spočítá kvalita řetězce y. Můžeme přitom použít různé strategie při odebírání předmětů. Jedou z heuristik může být „hladová strategie“. Hladová strategie spočívá v tom, že vždy odebíráme předmět s nejmenším poměrem cena/objem. 

Otázkou zůstává, zda zanechat v generaci původní řetězec x, nebo jej nahradit opraveným řetězcem y. Experimentálně
 bylo zjištěno, že je vhodné, aby k záměně opraveného řetězce za původní docházelo s pravděpodobností 5%.

I při použití opravného algoritmu zůstávají v generaci (pakliže nezaměníme vždy opravený řetězec za původní nepřípustný) nepřípustné řetězce. Nicméně nahradíme‑li v cílové generaci všechny nepřípustné řetězce odpovídajícími opravenými, získáme tak generaci přípustných řetězců, z nich vybereme maximum. 

Kódování celými čísly – „dekodéry“

Při použití nám již dříve známého kódování binárními řetězci jsme se často dostávali do problému s neexistující kvalitou řetězce, které jsme museli řešit přídavnými mechanismy. Pro problém batohu však existuje kódování, pomocí něhož je tento problém řešen poněkud odlišným způsobem.

Prvním velkým rozdílem oproti binárnímu kódu je fakt, že na pozicích řetězce nejsou pouze znaky 0 a 1, ale obecně celá čísla. Pro číslo a na k‑té pozici řetězce délky n platí: a( 0 &  a( n-k‑1. Nadále pak zůstává platnost toho, že řetězce jsou stejně dlouhé, jako je počet předmětů, které máme k dispozici. 

Nejzajímavější a nejtěžší je na celé reprezentaci dekódování řetězců, při němž postupujeme následovně: Než budeme dekódovat řetězce, očíslujeme si jednotlivé předměty a vytvoříme si seznam v němž bude očíslování seřazeno. Nejjednodušší je použít vzestupně uspořádaný seznam (0, 1, ... , n‑1). Můžeme také opět použít hladové strategie, tzn. že předměty do seznamu seřadíme sestupně podle poměru cena/objem.

Řetězce dekódujeme do seznamu všech předmětů následujícím způsobem:

1. Vyrobíme si kopii seznamu L1 (například 0,2,1,3) a kopii řetězce (například 1,2,0,0).

2. Vezmeme první číslo z řetězce (v našem příkladě 1), označme jej x.  Číslo x udává pozici v L1, ze které budeme zapisovat číslo do výstupu. Číslo na x‑té pozici kopie seznamu (L1) tedy napíšeme do výstupu (v našem příkladě L1[x]=L1[1]=2). Zároveň číslo, které píšeme na výstup vyškrtneme z kopie seznamu (v našem případě pak bude L1=0,1,3). Taktéž číslo x vyškrtneme z kopie řetězce. (V našem příkladě pak bude kopie řetězce po vyškrtnutí x vypadat takto: 2,0,0.)

3. Jestliže kopie řetězce není prázdná, pokračujeme bodem 2 se zkrácenou kopií seznamu a zkrácenou kopií řetězce.

Bod 2 algoritmu vysvětluje, proč na k‑té pozici musí být číslice menší nebo rovna n-k‑1. V situaci, kdy dekódujeme k‑tou pozici má seznam L1 délku n‑k.

Celý průběh dekódování si ještě ukažme na příkladu. Mějme řetězec délky 7 x=(3, 3, 2, 3, 0, 1, 0). Budeme používat uspořádaný seznam L1​=(0, 1, 2, 3, 4, 5, 6). Celé dekódování řetězce si můžete prohlédnou v tabulce 18.

Poněkud překvapivý může být pro čtenáře fakt, že výsledkem rozkódování řetězce je seznam všech předmětů, přitom my hledáme řešení problému batohu. Pro většinu zadání bude řešení výběrem některých předmětů. Co vlastně reprezentuje rozkódovaný řetězec? Odpověď na tuto otázku dá způsob výpočtu kvality řetězce. Máme‑li již řetězec rozkódovaný, počítáme kvalitu řetězce následovně. Na začátku nastavíme kvalitu na 0. Postupně procházíme výsledek rozkódování dokud součet objemů jednotlivých položek nepřesáhne kapacitu batohu. Jestliže se předmět ještě do batohu vejde, přičteme jeho cenu k celkové kvalitě. Zbytek řetězce je pak ignorován. Tímto způsobem vlastně vytváříme přípustný řetězec z nepřípustného řetězce, kódujícího všechny předměty problému. 

Použijeme‑li v příkladě v kapitole 6.1 uspořádaný seznam podle číslování uvedeného v tabulce 17, bude nejlepší řešení kódováno řetězci

(1, 1, 2, 1, 0); (1, 1, 2, 0, 0); (1, 1, 1, 1, 0); (1, 1, 1, 0, 0); (1, 1, 0, 1, 0); (1, 1, 0, 0, 0); (1, 2, 2, 1, 0); (1, 2, 2, 0, 0); (1, 2, 1, 1, 0); (1, 2, 1, 0, 0); (1, 2, 0, 1, 0); (1, 2, 0, 0, 0).

Fakt, že více řetězců kóduje totéž řešení je poněkud nevhodný v tom, že se tím zmenšuje různorodost generace. Nicméně v případě, že dobře naprogramujeme generování počáteční náhodné generace a mutaci (tzn. aby každé číslo a na k‑té pozici v libovolném řetězci délky n splňuje podmínky a>0 &  a(n-k), máme zajištěno, že z každého řetězce dostaneme jednoduchým mechanismem řetězec přípustný. (Tzn. řetězec, který kóduje naplnění batohu, které nepřesahuje kapacitu batohu). 

Na internetu naleznete většinou řešení problému batohu s použitím binárního kódování. Podle experimentálních výsledků uvedených v literatuře jsou tato binární a celočíselné kódování téměř ekvivalentní (o něco lepší výsledky dával pouze algoritmus se speciální volbou penalizační funkce).3 Z důvodu ukázky naprogramování odlišného způsobu kódování jsem zvolil celočíselné kódování pro implementaci genetického algoritmu.  REF tri  \* MERGEFORMAT 
3.19 Implementace genetického algoritmu, řešící problém batohu.

3.19.1 Co budu programovat

V předchozí kapitole jsem již naznačil, že pro implementaci genetického algoritmu pro problém batohu použiji kódování pomocí celých čísel. Oproti původní strategii používané v předchozích implementacích uvedených v tomto textu použiji jiné způsoby v operacích reprodukce a mutace. Prvním úkolem, který je potřeba u implementace algoritmu zvládnout je návrh datových struktur pro jednotlivé objekty používané v tomto programu.

3.19.2 Datové struktury

Při návrhu datových struktur jsem již plně využíval vlastností Delphi verze 4, ve které je program napsán. Jedním z hlavních přínosů této verze programovacího jazyka je přítomnost dynamických polí. Lze tedy vytvořit pole, jehož velikost je definována až při běhu programu a tato velikost lze libovolně měnit.(Chceme‑li přiřazovat v programu do pole, u něhož jsme neurčili délku, program vygeneruje výjimku (chybové hlášení), protože budeme zapisovat do neexistující struktury). Čili velikost řetězce a generace budeme volit až za běhu programu, kdy budeme vědět, pro kolik předmětů budeme problém řešit. Definice řetězce a generace jsou malým výletem do syntaxe Delphi 4. 

type

retezec = record

  kod: array of Word;

  kvalita: double;

end;

generace = array of retezec;

Délka pole se v programu nastavuje pomocí příkazu setlength, ve tvaru setlength(x,y), kde x je dynamické pole a y je délka, na kterou je nastavena délka pole. Vzhledem k tomu, že položkou kódu řetězce je proměnná typu Word, je největší problém batohu, který můžeme pomocí těchto řetězců řešit, je problém s 65536 předměty (což je již velmi rozsáhlé zadání). Jistě jste již pochopili, že v položce kvalita záznamu typu retezec si budeme uchovávat informaci o kvalitě řetězce. Tato reprezentace se ukáže výhodnou pro způsob reprodukce, ve kterém nebudeme používat ruletu. Jak jsem již zmínil, budeme používat celočíselné kódování, popsané v kapitole 6.3.1. Budeme nadále používat vzestupně uspořádaný seznam pro dekódování. Pro problém s n předměty budeme používat seznam (0, 1, ... ,n‑1). Pro k‑tou pozici řetězce délky n pak bude platit, že číslo a na této pozici splňuje podmínky a( n-k ( a( 0. Tuto odlišnost volím proto, že dynamické pole je vždy číslováno od 0 do počet prvků‑1.

3.19.3 Reprodukce, křížení, mutace.

Reprodukce

Jak již bylo naznačeno, pro reprodukci nepoužijeme standardní rulety, jako v implementacích popsaných v kapitole 3. V této implementaci použijeme turnajový způsob výběru, tak jak je popsán v kapitole 5.2. Připomeňme, že při tomto způsobu výběru postupujeme tak, že z generace vybereme náhodně vždy dva různé řetězce a do nové generace dáme lepší z nich (řetězec s vyšší kvalitou). Postup opakujeme, dokud nenaplníme novou generaci. Jediný problém, který zde musíme vyřešit je, aby dva porovnávané řetězce z generace byly různé. To zajistíme jednoduše následujícím postupem. Nejdříve vylosujeme první řetězec tak, že náhodně zvolíme číslo k v rozsahu 0..n‑1.  Při losování druhého řetězce budeme v generaci velikosti n budeme vybírat náhodné číslo l v rozsahu 0..n‑2. Bude‑li k( l, tak l zvětším o jedna. Dostanu tak náhodné číslo v rozsahu 0..n‑1 různé od k.

V rámci reprodukce je také implementováno elitářství podobným způsobem, jak je popsáno v kapitole 3.3.4.

křížení

Křížení bude fungovat na stejném principu, jaký je popsán již v kapitole 1.4.2.(Jistě si sami rychle ověříte, že křížením dostaneme opět pouze přípustné řetězce(viz kapitola 6.3.1).) Jediný rozdíl, který zde učiním, spočívá v samotné technice přenosu části řetězců. Již nemohu použít funkcí pro kopírování řetězců, jako jsem učinil v implementaci v kapitole 3.2. Nicméně zde využiji funkce move, která mi umožňuje přesouvat větší části paměti. Vyhnu se tak kopírování řetězců pomocí for cyklů.
Mutace

Při provádění mutace musíme být opatrní, abychom dostali řetězec, který půjde rozkódovat používaný způsobem. Tzn. musí stále platit pravidlo, že číslo a na k‑té pozici řetězce splňuje podmínku a( n-k ( a( 0. Operace mutace bude poněkud odlišná oproti mutaci, uvedené v kapitole 1.4.3. Mutace bude probíhat tak, že nejdříve vybereme pozici, na které by k mutaci mělo dojít. Potom s pravděpodobností mutace určíme, zda‑li k mutaci dojde. Padne‑li, že má k mutaci dojít, vylosujeme náhodné číslo z čísel 0..l..n​‑k, kde l je číslo, které se na dané pozici nachází. Při losování čísla, které bude dosazeno na mutovanou pozici budeme chtít (bude‑li to možné), aby toto číslo bylo různé od čísla nacházejícího se na mutované pozici. K zajištění této podmínky použijeme podobnou metodu, jako jsme volili při losování druhého řetězce pro turnajový způsob výběru řetězce při reprodukci. 

3.19.4 Elitářství 

Elitářství se příliš neliší od implementace popsané v kapitole 3.3.4. Rozdíly spočívají především v přizpůsobení datovým strukturám. Při provádění elitního výběru nebudeme přesunovat nejlepší řetězec na konec rulety (kterou nepoužíváme), ale na konec aktuální generace. Při výběru elitních řetězců nám přitom pomůže fakt, že si u každého řetězce pamatujeme jeho kvalitu. 

3.19.5 Jak s programem pracovat

Program naleznete na CD‑ROM v adresáři batoh pod názvem batoh.exe. Ovládání programu naleznete v dokumentaci programu, která je uvedena v příloze VII.

Porovnání genetického algoritmu a backtrackingu

3.19.6 Co budeme porovnávat a na jakých úlohách

V této kapitole učiníme jistá srovnání již popsaného genetického algoritmu s jednou tradiční metodou pro hledání řešení problému batohu – backtrackingem. Testy provedeme na dvou zadáních. Jedno zadání jsem zvolil úmyslně tak, abych ukázal jisté nevýhody backtrackingu. Toto zadání je navíc voleno tak, že každý předmět má shodnou cenu s velikostí. Je to tedy zadání, které odpovídá původní nemodifikované verzi problému (viz popis v 6.2). Toto zadání budeme značit Test A. Druhé zadání je již náhodně generované. Je také menší kvůli způsobu testu, který jsem provedl. Toto zadání budeme značit Test B.

3.19.7 Řešení problému batohu backtrackingem

Než začneme algoritmy porovnávat, měli bychom se blíže seznámit s protivníkem genetického algoritmu v uvedeném klání. Tímto protivníkem je program, který naleznete v adresáři batohkon v souboru batohkon.exe. Nejdříve popíšeme jak program funguje.

Jak již je v názvu kapitoly naznačeno, spočívá toto řešení v použití backtrackingu. Backtracking je realizován pomocí rekurzivního volání procedury krok. Popišme si nyní blíže, jak tato procedura funguje. Máme zadání s předměty, které jsou očíslovány od nuly do n. Procedura krok používá globálně přístupný dosud nalezený batoh, který je prázdný, nebo již částečně zaplněný. V batohu jsou přitom uloženy některé z předmětů 0...k‑1. Úkolem procedury krok je vyzkoušet přidat do batohu všechny možné kombinace předmětů k...n, které obsahují předmět k a které se k danému obsazení ještě vejdou. V případě, že některé obsazení má vyšší cenu, než dosud nejlepší nalezené, pak příslušně změní dosud nalezené nejlepší obsazení batohu a samotnou nejlepší cenu. Ukažme si názorně fungování této rekurzivní procedury v pseudokódu (používám některých klíčových slov pascalu).  

Máme‑li již proceduru krok, můžeme jednoduše napsat cyklus, který nám otestuje všechny kombinace, které se vejdou do batohu a vrátí nejlepší obsazení batohu. Tento cyklus vypadá následovně:

Rozeberme si ještě, co vlastně dělá uvedený for‑cyklus. V prvním kroku for‑cyklu jsou vyzkoušeny všechny kombinace předmětů, které obsahují předmět 0 a některé z předmětů 1...n. V druhém kroku jsou pak vyzkoušeny všechny kombinace předmětů, které obsahují předmět 1 a některé z předmětů 2...n a neobsahují předmět 0. Obecně v i‑tém kroku for‑cyklu jsou vyzkoušeny všechny kombinace předmětů, které se vejdou do batohu, obsahují i‑tý předmět a některé z předmětů i+1...n a neobsahují předměty 0...i‑1. Všechny kombinace, které obsahují i‑tý předmět a některý z předmětů 0...i-1 byly otestovány v předchozích krocích. Ve for‑cyklu tak budou otestovány skutečně všechny kombinace předmětů, které se vejdou do batohu.

Na konec bych ještě upozornil, že v našich zadáních, která jsou shodná jak pro genetický algoritmus, tak pro backtracking, číslujeme předměty od nuly. Proto jsem toto číslování použil i v popisu algoritmu. Program, který je zde popsán, naleznete na přiloženém CD‑ROM v adresáři batohkon. Jeho ovládání je pak popsáno v dokumentaci programu, která je uvedena v příloze VI.

3.19.8 Provedené testy

Test A

Zadání tohoto testu obsahuje 91 předmětů a kapacitu batohu 20 000. Předměty jsou přitom specifické tím, že mají shodnou cenu a velikost. Test jsem prováděl následujícím způsobem:

Nejdříve jsem pustil tradiční verzi algoritmu, kterou jsem nechal běžet 30 minut. Po této době jsem ho zastavil. Program vrátil dosud nalezené řešení, jehož cena byla pouhých 6342,091 (přestože v batohu bylo 80 předmětů). Tzn. že nalezené řešení nezabralo ani polovinu batohu.

Po tomto testu jsem několikrát za sebou pustil genetický algoritmus s různými nastaveními. Běh jednoho z pokusů, můžete shlédnout v tabulce 19. V tabulce 20 jsou pak uvedeny nastavení tohoto algoritmu. 

Z vývoje generace můžeme vyčíst, že genetický algoritmus začal s již poměrně dobrým řešením a během pěti minut, po které běžel tyto hodnoty neustále zlepšoval. Již od prvního kroku byl v řešení velmi velký předmět číslo 69, který má velikost (a v našem případě tedy i cenu) 19948,479. Tento předmět napovídá, že by možná nebylo marné před spuštěním backtrackingu předměty setřídit sestupně podle velikosti. (Aby jako první přišli na řadu velké předměty). A vskutku, jestliže pustíme backtracking na setříděné původní zadání, pak po 30 minutách vrátí řešení, které obsahuje předmět 69 a jehož celková cena je 19965,706.  Zde nám genetický algoritmus „poradil“ heuristiku(setřídění předmětů), která byla poměrně účinná. Tato heuristika však nebude fungovat vždy. Genetický algoritmus však vždy vybere nadějné z dosud nalezených řešení a bude se je snažit vylepšovat. Proto se genetický algoritmus jeví jako dobrý algoritmus i pro hledání přibližného řešení batohu.

Test B

Zadání testu obsahuje 31 náhodně vygenerovaných předmětů, které jsem ovšem generoval tak, aby jejich velikost byla v intervalu 
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 součtu velikostí všech předmětů. Na toto zadání jsem pustil vyhledávání backtrackingem. Po 31 minutách a 32 sekundách vrátil nejlepší řešení, mající cenu 1443.6729. Rozložení předmětů v nejlepším batohu si můžete prohlédnout na obrázku 24.

Na nalezeném řešení si povšimněte, že neobsahuje předměty 0 a 1. Přitom při hledání algoritmus zkusil nejdříve k nultému předmětu přidat všechny kombinace zbývajících třiceti předmětů. Podobně u prvního testoval kombinace 29 předmětů. U dalších předmětů klesá počet kombinací, které je třeba testovat. Tato úvaha nás vede k závěru, že nejlepší řešení našel algoritmus v druhé polovině doby, po kterou počítal.

Na stejné zadání jsem následně několikrát pustil genetický algoritmus. Pokaždé s jiným nastavením parametrů. V tabulce 21 můžete porovnat úspěšnost jednotlivých nastavení.

Přestože jsme nechali běžet algoritmus jen poměrně krátkou dobu, vracel nám velmi dobré výsledky a dosti často našel i nejlepší řešení. Vývoj jednoho z úspěšných běhů si můžete prohlédnout na následujícím obrázku, kde je zaznamenán obsah nejlepšího batohu vždy po deseti krocích algoritmu.

3.19.9 Výsledky testů

Výsledky testů, které jsem provedl, ukazují, že i pro problém batohu může genetický algoritmus dávat dobré výsledky a je tedy dobrou aproximativní metodou pro získání přibližného řešení problému batohu. Pro ty, kteří si chtějí sami zadání vyzkoušet jsem nahrál zadání do adresáře batohkon. První zadání je uloženo v souboru umely.txt a druhé zadání je uloženo v souboru ng.txt. 

3.20 Shrnutí 

V této kapitole jsme se věnovali použití genetického algoritmu na speciální problém – problém batohu. Naznačili jsme si nejdříve, že tento problém patří do jisté skupiny problémů, pro jejichž přesné řešení není znám lepší algoritmus, než algoritmus exponenciální složitosti. Ukázali jsme si pak několik způsobů, jak kódovat problém batohu pro genetický algoritmus. Podrobněji jsme se pak věnovali způsobu kódování, který je méně obvyklý – kódování celými čísly. Ukázali jsme si tak odlišný způsob kódování, než jsme používali dříve. Na uvedených testech jsme si pak ověřili, že genetický algoritmus je dobrou aproximativní metodou i pro problém batohu.

Závěr

Cílem této práce bylo vytvořit didaktický text, který by seznámil čtenáře se základy dnes již bohatě rozvinutého oboru, zabývajícího se genetickými algoritmy. 

Při výkladu jsem začal od úplných základů, které mohou postačit pro získání základního přehledu, k čemu jsou genetické algoritmy dobré a na jakých principech fungují. Protože se však genetické algoritmy nepoužívají v této základní verzi, navázal jsem v textu popisem jistých vylepšení, která jsou běžně používána v aplikacích genetických algoritmů. Aby text nebyl pouze teoretickým popisem, jsou v něm uvedeny také odkazy na ukázkové programy, na kterých je možno vyzkoušet si v textu popsané vlastnosti genetického algoritmu. Při psaní těchto programů jsem se přitom snažil, aby bylo co nejlépe vizuálně ukázáno, jakým způsobem algoritmus zlepšuje svou generaci a tím hledá lepší řešení. Zároveň jsem se snažil, aby ovládání těchto programů bylo co nejjednodušší.

Studenti, kteří by se chtěli naučit programovat genetické algoritmy, naleznou v práci návod, jak postupovat. Při svých programátorských pokusech se mohou opřít o podrobně popsaný zdrojový kód programu, který implementuje základní verzi algoritmu. Tento zdrojový kód je napsán pro jazyk Borland Pascal, který je stále nejrozšířenějším programovacím jazykem na středních školách České republiky. Snažil jsem se tento kód co nejlépe okomentovat, aby bylo možné jeho jednoduché pochopení. Myslím si, že se mi podařilo napsat program tak, aby jej bylo jednoduché rozšiřovat o vylepšení popsaná v teoretických kapitolách. Na tomto zdrojovém kódu tedy lze úspěšně experimentovat. Pro programátory jsou v práci také popsány implementace vylepšení základní verze algoritmu. Při jejich výkladu používám zdrojového kódu ukázkového programu, který si mohl čtenář vyzkoušet již v předcházejícím textu. Tyto programy jsou napsány v jazyce Borland Delphi. Zdrojový kód těchto programů se prakticky neliší od zdrojového kódu v jazyce Pascal. Proto mu porozumí i programátor, který je dosud zvyklý psát v jazyce Pascal. Vedlejším efektem ukázky tohoto kódu by mohlo být vzbuzení zájmu studentů o programovací jazyk, který vychází z Pascalu a který je silným nástrojem pro tvorbu programů ve Windows.

V práci je dále stručně uvedena teorie, která obsahuje základní výsledky, z nichž jsou odvozeny důvody, proč genetické algoritmy fungují správně. Důležitost uvedení této teorie spatřuji v tom, že hloubavější středoškolští studenti se pravděpodobně budou na takovéto výsledky ptát.

 V textu také ukazuji možnost použití genetického algoritmu na konkrétním příkladě – problému batohu. Na něm je ukázáno, jaká úskalí mohou pro programátora nastat, když se bude snažit použít genetický algoritmus na konkrétní úlohu. Studenti se zde také poučí o dalších možnostech, jak lze genetický algoritmus modifikovat. I pro  problém batohu jsem napsal program, na kterém si může čtenář vyzkoušet, jak dobře pracuje genetický algoritmus při řešení tohoto problému. Pro porovnání je zde pak také program, který řeší problém batohu algoritmem zkoušejícím postupně všechny kombinace předmětů.

Všechny programy na které se v textu odvolávám jsou uloženy na přiloženém CD‑ROM včetně zdrojových kódů. Samotné CD‑ROM tak tvoří ucelenou sbírku programů, jejichž části lze využít i v jiných aplikacích. Tuto sbírku by bylo možná vhodné rozšířit ještě o jisté pomocné programy (například program pro vytvoření zadání, které používají programy řešící problém batohu).

Při vytváření textu jsem se snažil, aby byl dostatečně srozumitelný pro studenta střední školy. Kde již nebylo možné dodržet jistou úroveň srozumitelnosti nebo plynulosti textu, snažil jsem se přesunout tyto části textu do příloh uvedených na konci práce. 

Myslím si, že se mi podařilo napsat ucelený text, který doplněný o ukázkové programy dá čtenáři velmi slušný základní rozhled v oblasti zabývající se genetickými algoritmy. Tím, že jsou přímo v textu uvedeny odkazy na ukázkové programy, může se stát pro čtenáře jeho studování zábavnější než pouhé pročítání teorie. Zda‑li splňuje text tyto podmínky by podle mého názoru nejlépe ověřil sám středoškolský student. Myslím si, že na otestování by bylo vhodné zapůjčit tento text středoškolským studentům. Na základě jejich odezvy by se dalo usuzovat, jak vysoká je srozumitelnost a kvalita textu. Na základě jejich připomínek by pak bylo možné text vylepšit.

Přestože je text původně určen pro středoškolské studenty, jsem přesvědčen, že může dobře posloužit i vysokoškolskému studentovi, který se chce s danou problematikou seznámit. 

Přílohy

Příloha I: Důkaz věty potřebné k převodu mezi binárním a grayovým kódem

Úmluva: V následujícím textu budeme čísly k, n rozumět celá kladná čísla.

Naším cílem bude dokázat následující tvrzení:

(1) Řetězce v grayově a binárním kódu se liší na pozicích takových, že na pozici vlevo od porovnávané se v binárním kódu nachází znak 1.

K tomu, abychom mohli toto tvrzení dokázat, si nejdříve dokážeme několik jednodušších tvrzení, které nám následný důkaz usnadní. 

(2) Rozložení znaků 0 a 1 v grayově kódu v řetězcích délky n, napsaných pod sebou v pořadí, v jakém po sobě následují, je od druhých pozic v řetězci symetrické podle osy vedoucí mezi 2n-1 a 2n-1+1 řetezcem.

Při důkazu tvrzení budeme postupovat induktivně. Pro řetězce délky 1 až 4 si toto tvrzení můžete ověřit na obrázcích 11 a 12. Nechť tedy tvrzení platí pro řetězce délky n. Podívejme se, jak se změní situace při vytváření řetězců délky n+1. Při této konstrukci nejdříve pod sebe napíšeme řetězce délky n. Pod tyto řetězce pak přidáme ještě jednou řetězce délky n v obráceném pořadí. Tímto krokem jsme zajistíme platnost výše zmiňované vlastnosti kterou nijak neovlivní připsání nul a jedniček v závěru konstrukce. Tím bychom měli tvrzení dokázané.

(3) V řetězcích délky n>k, napsaných pod sebou v pořadí, v jakém za sebou následují, se budou na n-k+1 pozici opakovat bloky znaků délky 2k  s těmito vlastnostmi:

(i) Každý lichý blok bude obsahovat blok velikosti 2k-1 vyplněný znaky 0 následovaný blokem téže velikosti vyplněným znaky 1.

(ii) Každý sudý blok bude obsahovat blok velikosti 2k-1 vyplněný znaky 1 následovaný blokem téže velikosti vyplněným znaky 0.

Znění tohoto tvrzení je poněkud složité, proto v tomto místě přidávám vysvětlující obrázek, co dané tvrzení vlastně říká.

Nyní nám zbývá toto tvrzení dokázat. Nejdříve si povšimněme toho, že když tvoříme řetězce délky k, tak na začátek prvních 2k-1 řetězců napíšeme znak 0. Naopak před zbývajících 2k-1 řetězců napíšeme znak 1. Díky způsobu konstrukce delších řetězců platí, že vytvoříme‑li řetězce délky k+1, zůstanou zachovány na druhé pozici prvních 2k nových řetězců právě popsané bloky. Díky symetrii popsané v tvrzení (2) potom budou tyto bloky v druhých 2k řetězcích v obráceném pořadí. Máme tedy jeden lichý (první) a jeden sudý (druhý) blok splňující tvrzení (3). Tím je tvrzení dokázáno pro řetězce délky k+1. Pojďme se podívat, jaká situace nastane, jestliže budeme vytvářet ještě delší řetězce. Budeme‑li tvořit řetězce délky k+2 pak naše sledované bloky do prvních 2k+1 řetězců zkopírujeme v původním pořadí. Ze symetrie dokázané ve (2) odvodíme, že v druhé polovině budou tyto bloky v obráceném pořadí. Díky platnosti téže symetrie uvnitř bloku znaků, které otáčíme však bude zápis v obráceném pořadí shodný se zápisem znaků v původním pořadí. I v dalších krocích budeme vždy otáčet  pořadí znaku v bloku, který je symetrický podle osy vedoucí středem tohoto bloku. (Uvědomme si – otočím‑li symetrické těleso podle osy symetrie, dostanu totéž těleso). Díky tomu bude zápis v obráceném pořadí vždy shodný se zápisem v původním pořadí. Čili z toho vyplývá, že při vytváření delších řetězců kopírujeme na n-k+1 pozicích znaky v blocích délky 2k tak, že liché řetězce se shodují s prvním blokem a sudé řetězce se shodují s druhým blokem (mající obrácené pořadí podbloků nul a jedniček délky 2k-1 oproti prvnímu bloku). Čímž je dokázána platnost tvrzení (3).

K tomu, abychom mohli dokázat tvrzení (1) nám chybí ještě uvědomit si, jakým způsobem jsou rozloženy bloky jedniček a nul v binárních řetězcích délky 2 napsaných pod sebou v příslušném pořadí. Snadno nahlédneme, že změna znaku na n-k+1 místě řetězce v binárním kódu znamená, že jsme právě na této pozici ukončili blok 2k-1 stejných znaků. Tzn. v binárním kódu se na n-k+1 pozici řetězce pravidelně střídají bloky nul a jedniček délky 2k-1. Můžeme také říci, že na n-k+1 místě řetězce se opakují bloky délky 2k, které se skládají ze dvou podbloků délky 2k-1, z nichž první podblok je blok nul a druhý podblok  je blokem jedniček. Z tvrzení (3) proto vyplývá že se odpovídající si řetězce v grayově a binárním kódu liší na pozici n-k+1 právě když se tyto řetězce nachází na pozici 
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 Jelikož jsou tyto řetězce přesně těmi řetězci, kde se nachází na n-k tém místě znak 1, je tímto dokázáno tvrzení (1).

Příloha II: Složitost algoritmů

V této příloze naleznete stručný úvod do teorie složitosti algoritmů. Poslouží vám k tomu, abyste lépe porozuměli pojmům používaným v kapitole 6. Chcete‑li se více zabývat problematikou složitosti a NP‑úplnosti algoritmů, naleznete dostatek informací v dostupné literatuře. Mohu doporučit například knihu [3].

Při zkoumání náročnosti algoritmu jsou pro nás důležitá dvě základní hlediska – kolik času (kroků) bude algoritmus potřebovat k výpočtu a kolik paměti bude algoritmus potřebovat k výpočtu. Na základě těchto dvou hledisek rozlišujeme paměťovou a časovou náročnost algoritmu. My se budeme více věnovat časové náročnosti programu. Budeme‑li se snažit porovnávat algoritmy z hlediska časové náročnosti, narazíme na zásadní problémy. Je běžné, že časová náročnost algoritmu je na různých vstupech různá. Vezměme si například úlohu zjistit maximální číslo z čísel zadaných na vstupu. Každý z vás jistě snadno nahlédne, že čím více bude čísel na vstupu, tím více kroků bude muset algoritmus udělat, aby maximální číslo našel. Nabízí se tedy možnost definovat nový pojem – časová složitost. Časová složitost bude vyjadřovat závislost časové náročnosti algoritmu na délce vstupu. (Bude ještě potřeba blíže specifikovat, co je vlastně délkou vstupu. Pro uvedený algoritmus na hledání maxima, či pro třídící algoritmy to však bude počet čísel na vstupu). Ani pomocí délky vstupu však není časová náročnost určena jednoznačně. U většiny algoritmů platí, že existují alespoň dva různé vstupy stejné délky, u kterých je časová náročnost různá. Proto místo jednoho pojmu – časová složitost – zavádíme tři následující pojmy:

1. Časová složitost v nejhorším případě je funkce T(n)=maximální délka výpočtu (největší počet kroků) nad vstupem délky n.
2. Časová složitost v nejlepším případě je funkce T(n)=minimální délka výpočtu nad vstupem délky n.
3. Časová složitost v průměrném případě je funkce T(n)=(součet délek výpočtů nad všemi vstupy délky n)/(počet vstupů délky n)
Budeme‑li nadále hovořit o časové složitosti algoritmu, budeme tím rozumět časovou složitost v nejhorším případě.
Věnujme nyní více pozornosti pojmu délka vstupu. Jak již jsme se zmínili, může délka vstupu znamenat počet vstupních čísel. Nemusí tomu však být vždy. Budeme‑li například mít algoritmus, který bude hledat největší prvočíslo, které je menší než vstupní číslo n, bude vstupem jediné číslo. Přitom však časová náročnost algoritmu bude růst s velikostí zadaného čísla. Délkou vstupu proto budeme chápat velikost čísla n. Zcela jinak tomu bude u algoritmů řešících problémy na diskrétních grafech. Diskrétním grafem rozumíme dvojici G=(V,E), kde V je množina vrcholů a E(V(V je množina hran spojujících vždy dva vrcholy. Nakreslíme‑li nějakým způsobem vrcholy a pospojujeme‑li je hranami, říkáme vzniklému obrazci nakreslení grafu. Na obrázku 27 můžete vidět nakreslení grafu o osmi vrcholech, pospojovaných dvanácti hranami.

V této situaci bude časová náročnost záviset jak na počtu vrcholů, tak na počtu hran. Proto budeme časovou složitost v těchto úlohách počítat jako funkci dvou proměnných n, m, kde n je počet vrcholů grafu a m je počet hran grafu. Představíme‑li si, že programujeme algoritmus, který bude pracovat s grafem, může být vstupem tohoto algoritmu seznam vrcholů a hran grafu. Pak ovšem bude počet údajů na vstupu roven n+m. Počítání složitosti za použití obou údajů je tedy opodstatněné. Je tedy vždy potřeba si předem rozmyslet, na základě jakých údajů budeme u daného problému počítat časovou složitost. Následně je ale zapotřebí každý algoritmus posuzovat podle stejných kritérií. Tzn. jeho složitost počítat na základě stejné definice délky vstupu.

Při analýze složitosti však nepoužíváme tak přesné pojmy, jako jsme si právě definovali. Většinou nás nezajímá, zda‑li udělá jeden z algoritmů o dva kroky víc než druhý. To i z toho důvodu, že tyto údaje bývají implementačně závislé. Dokonce však ani příliš nerozlišujeme mezi algoritmy, z nichž časová složitost jednoho je dvakrát větší, než časová složitost druhého. Informace, se kterými většinou pracujeme jsou asymptotické odhady, které jsou definovány takto:

1. Funkce f je funkcí O(g(n)), pokud existují konstanty c>0 a n0(N tak, že platí (n(n0 0( f(n)( c(g(n). Funkci g pak nazýváme horním odhadem funkce f. Značíme f= O(g(n)).
2. Funkce f je funkcí ((g(n)), pokud existují konstanty c>0 a n0(N tak, že platí (n(n0 0( c(g(n)( f(n). Funkci g pak nazýváme dolním odhadem funkce f. Značíme f=((g(n)).
3. Funkce f je funkcí ((g(n)), jestliže platí f= O(g(n)) ( f=((g(n)). Funkci g nazýváme asymptoticky přesným odhadem. Značíme f=((g(n)).
Nejvýznamnější pro porovnání algoritmů je asymptoticky přesný odhad. Vezmeme‑li si totiž námi již použitý příklad algoritmu na vyhledání maxima funkce, můžeme psát, že pro složitost f (v nejhorším případě ‑ viz dřívější úmluva) tohoto algoritmu platí f=O(n10), f=O(n2), f=O(n(log(n)), f=O(n). O vlastnosti algoritmu však nejlépe vypovídá poslední horní odhad, který je zároveň asymptoticky přesný. (Platí tedy f=((n).) Při zkoumání složitosti algoritmu řešící stejný problém považujeme proto za „stejně dobré“ algoritmy, které mají stejný asymptoticky přesný odhad. Bohužel ne vždy se nám podaří najít asymptoticky přesný odhad. Proto se často musíme spokojit pouze s nejlepším známým horním odhadem.

V textu používám následující dvě pojmenování, jejichž pojmenování je zmíněno již v kapitole 6.1 – polynomiální algoritmy a exponenciální algoritmy. Polynomiálními algoritmy  rozumíme algoritmy, pro něž existuje horní odhad složitosti v nejhorším případě, který je polynomem proměnné n. Exponenciálními algoritmy rozumíme algoritmy, pro jejichž libovolný horní odhad f v nejhorším případě platí, že f=O(2n) nebo je tento odhad ještě horší (patří sem například funkce f=O(n!), nebo f=O(nn)).

Poznamenejme ještě, že u grafových algoritmů za polynomiálně složité považujeme algoritmy o složitosti rovné součtu polynomů proměnných n, m. Tedy například f=((n+m). Polynomiální bude však i algoritmus o složitosti f=((n(m). Vyjádříme‑li si totiž m pomocí n, dostaneme vztah 
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. Z čehož vyplývá, že  n(m ( n3-n2. Algoritmus je pak tedy polynomiální vzhledem k počtu vrcholů grafu. Za exponenciální pak považujeme například složitost f=((nm).

Na závěr bych upozornil na fakt, že tak jak jsme definovali časovou složitost, můžeme na základě závislosti velikosti použité paměti na délce vstupu definovat podobným způsobem paměťovou složitost.

Příloha III: Dokumentace k vzorovému programu sga.

Ovládání programu

Tento program je nejjednodušší implementací genetického algoritmu, která je na přiloženém CD‑ROM. Nachází se v adresáři vzor, kde naleznete jak spustitelný soubor sga.exe tak zdrojový kód programu v souboru sga.pas.

Program se pouští pomocí souboru sga.exe. Program začne ihned vykonávat genetický algoritmus hledající maximum funkce 
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, který je kódován grayovým kódem s řetězci délky 15. Program nejdříve vypíše nejlepší řetězec v počáteční náhodně vylosované generaci. Výpis obsahuje řetězec, kvalitu řetězce a jeho polohu v prohledávaném prostoru. Výpis se pak opakuje u každé desáté generace. Po každých čtyřech výpisech program zastaví a čeká na klávesu Enter. Po zmáčknutí klávesy Enter po výpisu dvoustého kroku program skončí.

Programová realizace

Program je napsán v programovacím jazyce Borland Pascal 7.0. Jeho zdrojový kód je celý obsažen v souboru sga.pas. 

Datové struktury

V programu jsou používány řetězce délky 15. Tyto řetězce jsou reprezentovány polem následujícího typu: retezec = array [1..DelkaRet] of boolean. Hodnota TRUE odpovídá znaku 1 v řetězci naopak hodnota FALSE odpovídá znaku 0 v řetězci. Generace řetězců je definována jako pole prvků typu retezec. V programu jsou použity dvě pole reprezentující pokaždé jinak rozpracovanou  generaci: HlavGen a PomGen. Dále je v proceduře reprodukce použito pole ruleta prvků typu double pro reprezentaci vážené rulety. Hodnota na i‑té pozici tohoto pole odpovídá horní hranici výseče i‑tého prvku na vážené ruletě.

Algoritmus

Jádrem celého algoritmu je cyklus obsahující procedury reprodukce, krizeni, mutace, z nichž každá provádí příslušnou genetickou operaci. Při reprodukci je z generace v HlavGen losována nová generace do pole PomGen. Při křížení naopak dojde k vytvoření generace v poli HlavGen na základě generace v poli PomGen.  Mutace je pak prováděna přímo v poli HlavGen.

Procedura reprodukce ke své činnosti používá funkci decod, která dekóduje Grayův kód. Řetězec je touto funkcí dekódován na příslušnou pozici prohledávaném intervalu.

Příloha IV: Dokumentace k programu SimpleGA, hledajícímu maximum funkce jedné proměnné.

Ovládání programu

Tento program demonstruje práci genetického algoritmu při vyhledávání maxima funkce jedné proměnné. Najdete jej i se zdrojovým kódem pro Delphi4 v adresáři funkce. Program je obsažen v souboru SimpleGA.exe. 

Po spuštění programu se před vámi objeví okno, v jehož horní části se nachází nástrojová lišta a ve spodní části se nachází stavová lišta. V nástrojové liště naleznete tyto tlačítka:

1. [image: image122.bmp]
Pozastavit / Znovu spustit vyhledávání

2. [image: image123.bmp]
Zastavit vyhledávání

3. [image: image124.bmp]
Zadat rozsahy funkce

4. [image: image125.bmp]
Zadání parametrů genetického algoritmu

5. [image: image126.bmp]
Uložit aktuální vykreslení

Tlačítko 3 slouží k zadání rozsahů os souřadnic. Po jeho zmáčknutí se před námi objeví dialog, ve kterém vyplníme rozsahy os x a y pro zobrazovanou funkci. Rozsahy osy x zároveň určují interval, na němž budeme hledat maximum funkce. Rozsahy potvrdíme tlačítkem OK. Chceme‑li zachovat původní nastavení, použijeme tlačítko Storno.

Tlačítko 4 slouží k nastavení parametrů genetického algoritmu a k jeho spuštění. Zde volíme funkci, již budeme optimalizovat a jednotlivá nastavení, jako pravděpodobnost křížení, pravděpodobnost mutace, velikost generace apod.. V zadání funkce mohou být použity tyto operace a funkce: 

Dále pak může funkce obsahovat libovolně zanořený počet kulatých závorek. Jako jméno proměnné používejte znak x nebo X. Při zadávání výrazu je důležitá znalost priorit operací, uvedených v tabulce 22. Z uvedených operací má největší prioritu mocnina. Tu následuje unární plus a mínus. Druhou nejnižší prioritu mají operace krát a děleno. Nejnižší prioritu mají binární plus a mínus.

V políčku zastavit po dále volíme po kolika krocích algoritmu bude zobrazen mezivýsledek hledání. Všechna nastavení se dají uložit do souboru (*.cfg) pomocí volby menu Uložit. Do konfiguračního souboru jsou uloženy také rozsahy, které jsme nastavili v dialogu, který se objevil po zmáčknutí tlačítka 3. Všechna tato nastavení pak můžeme opět načíst pomocí menu Otevřít. Tlačítkem Start pustíme genetický algoritmus. 

Po spuštění algoritmu se nám nejdříve objeví rozložení náhodné generace a pak se nám zobrazují po zastavit po krocích jednotlivá rozložení generace po posledním provedeném kroku. Rozložení generace se zobrazuje tak, že jsou k funkci kresleny zelené sloupky. Výška sloupku reprezentuje počet jedinců v části prohledávaného prostoru, který je určen šířkou sloupce. V stavové liště se pak objeví výpis obsahující informaci o tom, z kterého kroku je generace vypisována, jaký je v ní nejlepší řetězec. Dále jaká je kvalita tohoto řetězce, a jakou pozici v prostoru kóduje. 

Rozložení generace se nám také objeví, zmáčkneme‑li některé z tlačítek 1 nebo 2. Tlačítko 1 přitom pozastaví vykonávání algoritmu. Po jeho opětovném zmáčknutí algoritmus pokračuje dále. Oproti tomu zmáčknutím tlačítka 2 si vynutíme výpis rozložení generace v aktuálním kroku a zastavení vykonávání algoritmu.

Poslední tlačítko na nástrojové liště je tlačítko 5. Pomocí tohoto tlačítka můžeme aktuálně nakreslený obrázek na ploše uložit do souboru typu bmp. Celé rozložení tlačítek si ještě můžete prohlédnout na následujícím obrázku s legendou.

Realizace programu

Program je napsán v programovacím jazyce Borland Delphi verze 4. Zdrojový kód programu se skládá z následujících unit.

1. code.pas – Zde je naprogramováno vlákno, které realizuje výpočet genetického algoritmu

2. vyhodnot.pas – Obsahuje část kódu zabývající se vyhodnocováním výrazů. Tato unita slouží ke zpracování a počítání zadané funkce.

3. graph.pas – Obsahuje objekt, který za použití vyhodnot.pas kreslí zadanou funkci a sloupce reprezentující rozložení generace.

4. sloupce.pas – Zde je naprogramováno dynamické pole, v němž jsou vnitřně uloženy sloupky, které jsou vykreslovány do aktuálního rozložení generace.

5. sez.pas - Implementuje dynamické pole pro reprezentaci generace (řetězců v generaci).

6. roulette.pas – Obsahuje implementaci datových struktur pro váženou ruletu.

7. volby.pas – Implementuje dialog pro zadání parametrů genetického algoritmu.

8. rozsahy_u.pas – Implementuje dialog pro nastavení rozsahů funkce.

9. graf.pas – Implementuje hlavní okno programu. 

roulette.pas, sez.pas, sloupce.pas

Všechny tyto unity reprezentují dynamická pole. První z nich obsahuje definici třídy TRoulette, implementující pole obsahující prvky pro reprezentaci vážené rulety. Druhá pak obsahuje definici třídy TPole, implementující pole pro reprezentaci generace řetězců. Poslední unita obsahuje definice třídy TSPole, reprezentující velikosti sloupků na jednotlivých intervalech funkce. Metody tříd ve všech unitách jsou velmi podobné. V obou případech se na založení dynamického pole používá konstruktoru create na vytvoření prázdného pole, nebo konstruktoru make(ni: LongWord) na vytvoření pole dané délky. Konstruktor make mimo jiné vytváří ukazatele na paměť, ve které bude pole uloženo. Paměť je přitom brána pomocí funkce getmem. Pro vkládání a vybírání jsou použity metody  procedure vloz(i: LongWord; const hodnota: Tmytype); a function vyber(i: LongWord):Tmytype;,
které jsou spojeny do vlastnosti h, která je nastavena jako implicitní (default). To znamená, že pro objekt x: TPole můžeme psát příkazy x[j]:=a, b:=x[k]. V prvním příkaze je volána procedura s parametry j, a. Procedura vloz tedy vkládá prvek do pole. Jelikož je pole indexováno od 1, pak je‑li index vkládaného prvku menší než jedna, prvek vložen není. Jestliže je však index prvku větší, než velikost pole, je pole automaticky rozšířeno tak, aby se mohl daný prvek přidat. Hodnoty nově vytvořených prvků jsou na začátku nastaveny na hodnotu 0. U druhého příkazu je volána funkce vyber s parametrem k. Tato funkce vybere z k‑té pozice pole příslušný prvek a dosadí jej do b.

V čem se především odlišují jednotlivé třídy, jsou typy polí, které reprezentují. Třída v sez.pas implementuje pole prvků následujícího typu:

TMyType = string [maxlength];

Obsahem těchto prvků jsou pak řetězce, obsahující pouze znaky 0 a 1. Je to tedy přirozená reprezentace řetězce.

Třída v sloupce.pas obsahuje pouze prvky typu double, které reprezentují velikost sloupců.

Poněkud složitější je pak definice prvku pole v ruleta.pas. Deklarace daného prvku vypadá následovně:
Proměnná which reprezentuje řetězec, který odpovídá příslušné pozici v ruletě. Percent je pak používáno pro určování konce výseče rulety. Ok určuje, zda‑li má řetězec definovanou kvalitu.

vyhodnot.pas

Tato unita obsahuje třídu TCalc, umožňující analýzu a vyhodnocení zadaného výrazu. K těmto dvěma akcím slouží metody: 

function sestav(inside: string; var faultpos: word): boolean;

function count(var x:numbertype): boolean;.

Vstupem funkce sestav je výraz, zadaný v syntaxi popsané výše. Funkce se pokusí zanalyzovat vstup a převést si jej do vnitřní podoby, odpovídající zápisu v obrácené polské notaci (postfixu). Návratová hodnota funkce nás pak informuje, zda‑li se převod podařil, či nikoli. V případě chyby je ještě v proměnné faultpos uvedena pozice, kde byla nalezena chyba při analýze. K analýze výrazu používá funkce analýzu shora, pomocí rekurzivního volání funkcí. Pro získání atomických jednotek výrazu (číslo, operace, funkce, proměnné) je použita funkce gettag. Tato funkce interpretuje část výrazu, kterou pak vrátí jako prvek vnitřní (postfixové) podoby výrazu. Na základě těchto získaných prvků teprve dochází k analýze výrazu a jeho převodu do postfixu. Zanalyzovaný výraz je pak zapamatován ve vnitřní podobě. Ve výrazu je možné používat také 10 různých jednopísmenných názvů proměnných. Tyto proměnné jsou uloženy v poli promenne. Zadat hodnotu proměnné lze pomocí procedury

 procedure zadat(x: char; index: integer; h: numbertype);. 

Přitom je‑li zadán index větší než 0, pak je hodnota h uložena na pozici v poli určené indexem. Je‑li index větší než 10, hodnota uložena není. V případě, že je index nekladný, pak je v poli hledána proměnná názvu odpovídajícího hodnotě znaku x. V případě, že je proměnná nalezena, je do ní dosazeno. V opačném případě pak, je‑li to možné, je proměnná do pole přidána a příslušná hodnota dosazena. Není‑li možné proměnnou přidat do pole, pak hodnota dosazena není.

Funkce count počítá z vnitřního (postfixového) tvaru výrazu jeho hodnotu. Výsledek je vrácen v proměnné x. I ve výpočtu zanalyzovaného výrazu může dojít k chybě. O správnosti provedeného výpočtu nás informuje návratová hodnota funkce.
code.pas

Tato unita obsahuje definici třídy TGA, která je potomkem abstraktní třídy TThread, implementující vlákno. Konstruktor create třídy TGA nastaví parametry genetického algoritmu a v nově vytvořeném vlákně jej spustí. Jádrem algoritmu, jehož běh je prováděn metodou vlákna execute, je cyklické provádění metod wheel, crossover a mutation, implementujících reprodukci, křížení a mutaci. Tyto metody pracují s poli retezce1 a retezce2 typu TPole, která reprezentují generaci v různém stádiu rozpracovanosti. Dále je zde k reprezentaci rulety používáno pole Ruleta: TRoulette;. Celé fungování algoritmu je pak následující. Nejdříve je prováděna reprodukce pomocí metody wheel. Do rulety si zkopírujeme generaci z pole retezce1 a do položek percent rulety spočteme jejich kvality. Používáme přitom funkci phenotype, která nám dekóduje řetězec z grayova kódu a vrací polohu kódovaného místa v intervalu. Funkce hodnota nám pak vrátí funkční hodnotu v tomto bodě, neboli kvalitu řetězce. Pomocí těchto kvalit pak provedeme elitářství a škálování prostřednictvím metod elite a scale. Potom jsou do percent spočteny „konce výsečí“ určených jednotlivým řetězcům. (Tzn. spočte se zlomek 
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 určíme výseč v ruletě. Příslušný řetězec je binárním vyhledáváním nalezen tak, že hledáme nejmenší číslo v percent větší než x.

Metoda crossover provádí křížení celé generace. Dojde‑li v metodě crossover ke křížení dvou řetězců, jsou nejdříve vytvořeny fragmenty obou řetězců pomocí funkce copy. Následně jsou tyto fragmenty pospojovány do nových zkřížených řetězců.

Zcela průhledná je pak implementace operace mutace v metodě mutation.

Při běhu algoritmu jsou podle nastavení předávány informace hlavnímu programu pomocí synchronizačních metod check a see. V metodě see je naprogramováno předání aktuální generace hlavnímu vláknu a vykreslení sloupků určujících rozložení generace.

graph.pas

Tato unita obsahuje definice třídy objektů, která vykresluje do daného objektu typu TCanvas graf funkce jedné proměnné. V třídě jsou definovány následující metody.

constructor create(x: TCanvas; Sets:TGraphSettings; Rect:Trect; okoli: integer);

Založí nový objekt na vykreslování grafu funkce. Objekt bude kreslit graf na Canvas určený v proměnné x. V proměnné Sets jsou pak nastavení s následujícím významem:

V proměnné Rect jsou pak uvedeny rozsahy souřadnic určujících výřez Canvasu, do kterého bude graf vykreslen.

procedure recalibrate(Sets:TGraphSettings; Rect:Trect);
Změní všechna nastavení provedená při založení objektu vyjma canvasu, na který se kreslí.

procedure ChangeCanvas(x: TCanvas);

Změní Canvas, do kterého je funkce vykreslována. Všechna ostatní nastavení zůstanou zachována.

procedure draw(var Counter: TCalc);

Vykreslí na daný Canvas se zadanými souřadnicemi funkci, která je dána vnitřním tvarem výrazu v objektu Counter.
procedure NakresliSloupce(var sl: TSPole);

Vykreslí sloupce, jejichž velikost je zadána v poli sl.

procedure GetSettings(var x: TCanvas; var Sets:TGraphSettings; var Rect:Trect);

Vrátí aktuální nastavení vykreslování.

function GetPoint(x: double): integer;

Vrátí index v poli sloupků. Tento index udává sloupek, v jehož intervalu vykreslení leží zadaná souřadnice x.

graf.pas

Tato unita obsahuje implementaci hlavního okna programu. Jsou v ní tedy napsány reakce na kliknutí na všechna tlačítka na hlavním okně. Mimo těchto reakcí jsou zde ještě tyto důležité procedury:

procedure KresliSloupky;

Tato procedura je používána synchronizační metodou vlákna see. V ní je předáván obsah poslední generace do pole lastgen. Po tomto kopírování jsou sloupky vykresleny.

procedure PrekresliSloupky;

Vykreslí sloupky na základě obsahu pole lastgen.

procedure recalibrate;

Pomocí procedury recalibrate objektu Kreslic, malujícího graf, mění nastavení vzhledu výřezu, do kterého je kreslena funkce, a rozsahy funkce. Je využívána především procedurou FormResize, v níž je naprogramována reakce na změnu velikosti okna, ke přizpůsobení velikosti grafu funkce velikosti okna.

procedure popar;

Při změně velikosti výřezu funkce automaticky přepočítává vzdálenosti, po kterých se budou vykreslovat značky na osách.

rozsahy_u.pas

Implementuje dialog, v němž jsou zadávány rozsahy os x, y. Nejdůležitější části této unity je procedure OKClick(Sender: TObject);, která je reakcí na zmáčknutí tlačítka OK. Tato procedura zkontroluje, zda jsou dané rozsahy zadány správně. Tzn. jestli byla zadána čísla a zda je vždy spodní mez menší než horní.

settings.pas

Tato unita implementuje dialog, který umožňuje zadat nastavení genetického algoritmu a algoritmus pustit.  Obsahuje mimo jiné objekt search: TGA;, ve kterém je implementováno vlákno počítající genetický algoritmus. Nacházejí se zde tyto tři důležité metody:

procedure UlozitClick(Sender: TObject);

Slouží k uložení aktuální konfigurace. Ukládány jsou i rozsahy, které byly nastaveny v dialogu naprogramovaném v rozsahy_u.pas.

procedure OtevritClick(Sender: TObject);

Otevírá konfiguraci. Nejdříve si zapamatuje starou konfiguraci a teprve pak se pokouší otevřít novou. Jestliže se mu nepodaří konfiguraci otevřít, upozorní na tento fakt informací v messageboxu a pak vrátí původní konfiguraci.

procedure StartStopClick(Sender: TObject);

Pouští genetický algoritmus. Nejdříve zkontroluje korektnost všech nastavení. Pak s těmito nastaveními založí vlákno, které provádí genetický algoritmus.

Příloha V: Dokumentace programu SimpleGA, hledajícímu maximum funkce dvou proměnných

Úvodem

Tato dokumentace nebude úplnou dokumentací programu, ale bude popisovat pouze rozdíly oproti programu zdokumentovaného v příloze IV. Tento program totiž z výše popisovaného programu vychází. 

Ovládání programu

Oproti předchozí verzi je zde hned několik rozšíření. Vzhledem k tomu, že graf funkce dvou proměnných je plocha v třírozměrném prostoru, přibyli do dialogu pro nastavení rozsahů os také rozsahy osy z. Co se týče dialogu, ve kterém zadáváme parametry genetického algoritmu, tak zde se prakticky nic nezměnilo. Pouze do políčka funkce budeme zadávat funkci dvou proměnných. 

Mnoho změn v ovládání však nastalo díky tomu, že je vykreslována funkce dvou proměnných. Pro zobrazení funkce jsem použil kolmé projekce do roviny xz.Umožnil jsem také funkcí otáčet. Je‑li běh algoritmu zastaven nebo pozastaven, lze pomocí šipek grafem funkce otáčet, a to ve směru doleva a doprava (v rozsahu  ‑90..90 stupňů) a nahoru a dolů (v rozsahu 0..90 stupňů). Zároveň s grafem se vám navíc v dolním levém rohu vykreslují směry jednotlivých os souřadnic. Na graf funkce je také použito osvětlení. Lze měnit i směr vektoru světla. Pomocí klávesy Shift určujete, jestli šipkami bude měněna poloha funkce, nebo směr vektoru osvětlení. Otáčíte‑li například grafem funkce, pak zmáčknutím (a povolením) klávesy Shift přepnete na měnění polohy vektoru osvětlení. Opětovným zmáčknutím (a povolením) klávesy Shift přepnete zpět na otáčení funkce.

Podstatná změna je také ve způsobu vykreslování sloupků. Sloupky jsou kresleny přímo na plochu kolmo k rovině xy. Navíc jsou barevně odlišeny – čím vyšší je sloupek, tím světlejší má barvu. Jinak je ovládání prakticky stejné, jako v předcházejícím případě. Jak se liší vzhled programu proti verzi v předchozí unitě můžete porovnat na následujícím obrázku.

Realizace programu

Oproti předchozí verzi se zde objevili dvě zcela nové unity – DMatice.pas, phong.pas. Podstatné změny pak nastaly v unitě graph.pas. Méně podstatné změny nastaly v dalších knihovnách. O některých z nich, v unitě code.pas, se zmíním nyní.

code.pas

Zde nastaly změny týkající se rozložení řetězců v prostoru. Nejvíce se změny projevují na délce řetězců. Protože prohledáváme dvojrozměrný prostor, prodloužil jsem dvakrát délku řetězce. Každá polovina řetězce pak kóduje jednu ze souřadnic. Vzhledem k tomuto faktu je zde samozřejmá i změna v metodě phenotype, která z řetězce musí rozkódovat obě souřadnice.

DMatice.pas

V této unitě je implementována dynamická matice n(m. Tato matice je použita pro vnitřní reprezentaci grafu funkce. Proto jsou její prvky následující:

Z popisu vnitřní podoby je již pochopitelné, že plocha se bude skládat z jistých menších plošek. Právě k reprezentaci těchto plošek je určena naše dvojrozměrná matice. 

Popišme si ještě důležité metody dvojrozměrné matice:

constructor create(n,m: Word);

Slouží k založení matice n(m. Pomocí funkce getmem alokuje místo potřebné pro matici.

procedure resize(n,m: Word);
 Změní velikost matice vzhledem k parametrům n,m. Pro změnu velikosti paměti použije funkce reallocmem, která zachovává v paměti dosud uložená data.

property h[x,y: Word]: mytype read vyber write vloz; default;

Implicitní vlastnost matice pro výběr a vložení prvku. 

phong.pas

V této unitě je naprogramována částečná verze Phongova osvětlovacího modelu pro červený povrch tělesa. K její úplné implementaci zde chybí výpočet lesklého odrazu. Nejdůležitější funkcí v této unitě je následující:

function RedLight(a,b,c,d: mytype; light: vektor):byte;.
Tato funkce dostane v parametrech a, b, c, d souřadnice krajních bodů plošky a směr vektoru světla v parametru light. Vrací červený odstín, který odpovídá takto osvětlené plošce.

graph.pas

Tato unita obsahuje definice třídy objektů, která vykresluje do daného objektu typu TCanvas graf funkce dvou proměnných. Což samozřejmě vede k velkým odlišnostem od předchozího programu. Jak již bylo naznačeno v popisu unity DMatice.pas, je vnitřní podoba funkce realizovaná jako síť čtyřstranných „plošek“ v prostoru taková, že sousední dvě plošky mají vždy jednu společnou stranu. Plošky jsou zapamatovány v dvojrozměrné matici, která je implementována právě DMatice.pas. K tomu, abychom tedy dostali souřadnice všech vrcholů plošky, potřebujeme ještě informace od tří sousedních plošek. 

V třídě pro vykreslování jsou definovány následující metody.

constructor create(Platno: TCanvas; Rozsahy: TGraphSettings;

                   Projekce: TProjectionSettings; Rect:Trect);
Založí objekt kreslící graf na Canvas Platno do výřezu Rect s nastaveními Rozsahy a Projekce. Jednotlivá nastavení přitom mají následující význam:

procedure newcount(Counter:TCalc);
Vypočte síť plošek pro danou funkci a dané otočení. Počítá i barevnost plošek.

procedure redraw;
Vypočtenou síť plošek pro danou funkci a dané otočení vykreslí do výřezu Canvasu. Viditelnost je přitom řešena tak, že funkce je vykreslována odzadu. Při vykreslování jsou také na jednotlivých ploškách kresleny příslušné sloupky.

procedure upVector; procedure downVector; procedure leftVector; procedure rightVector;
Mění polohu vektoru světla. Přepočítává barevnost pro všechny plošky. 

procedure ChangeProjection(psettings: TProjectionSettings; counter: TCalc); 

Změní nastavení projekce. Counter je objekt obsahující ve vnitřní formě výraz, z něhož se počítá funkce. Počítá v podstatě to, co funkce newcount, kromě osvětlení.

procedure changeanglea(counter: TCalc; left: boolean);

procedure changeangleb(counter: TCalc; up: boolean);
Tyto metody slouží ke změně úhlů otočení pohledu na funkci.

procedure add(counter:TCalc;x,y:double);

Přidání prvku generace do struktury sloupků. Procedura nejdříve zjistí, které plošce prvek přísluší a pak jestli již existuje sloupek, který pokrývá dané souřadnice. Jestliže takový sloupek existuje, je zvětšena jeho velikost, v opačném případě je vytvořen nový sloupek.

Graf.pas

Jisté změny byly samozřejmě nutné i v této unitě. Nejdůležitější z nich je naprogramování reakce na zmáčknutí klávesy. V metodě 

procedure FormKeyDown(Sender: TObject; var Key: Word; Shift: TShiftState);

kde je tato reakce naprogramována, jsou při nečinnosti genetického algoritmu testovány stisknutí šipek. O významu stisknutí šipky rozhoduje proměnná state: boolean. Je‑li její hodnota FALSE, pak jsou s příslušnými parametry volány funkce changeanglea a changeangleb, které mění otočení funkce. V opačném případě je pomocí procedur upVector, downVector, leftVector, rightVector měněn směr vektoru světla.

Příloha VI: Dokumentace k programu batohkon, implementujícímu hledání řešení batohu backtrackingem.

Ovládání programu

Program implementující vyhledání řešení problému batohu backtrackingem naleznete v adresáři batohkon. Tento program je k této diplomové práci naprogramován proto, aby bylo možno exponenciálně složitou metodu na řešení batohu implementovanou v tomto programu porovnávat s genetickým algoritmem.

Po spuštění programu nejdříve otevřeme soubor se zadáním problému batohu. Zadání problému je textový soubor s následující strukturou: Nejdříve je uveden počet předmětů, které jsou v zadání. Následuje kapacita batohu. Za ní jsou uvedeny dvojice hodnot objem, cena pro jednotlivé předměty. (Předmětů může být v souboru více, než je uvedeno na začátku zadání. Můžeme díky tomu měnit velikost zadání pouze změnou počtu předmětů.) Po načtení zadání můžeme spustit vyhledávání (menu program(start). Po doběhnutí algoritmu nebo jeho zastavení uživatelem (menu program(stop) se vykreslí (dosud) nejlepší nalezené řešení. Předměty jsou vykreslovány do obrázku tak, že je barevně odlišeno, jaký je poměr 
[image: image129.wmf]objem

cena

. Barevná škála je přitom rozložena od zelené k červené – čím je předmět červenější, tím je zmiňovaný poměr větší (a tudíž lepší). U každého předmětu je přitom uvedeno jeho pořadí v zadání (číslováno od 0). Může nastat situace, kdy se očíslování vykreslených předmětů překrývá. Tato situace nastane hlavně v případě, kdy je v nalezeném řešení mnoho malých předmětů. Na funkčnosti programu tento fakt však nic nemění. Po ukončení algoritmu se také objeví zpráva (messagebox) obsahující informace o předmětech v batohu a celkovou cenu všech předmětů. Nakreslený obrázek můžeme uložit do souboru typu BMP (menu soubor(Uložit obrázek). Jak vypadá vykreslení nalezeného řešení si můžete prohlédnou na následujícím obrázku.

Realizace programu

Program je napsán v programovacím jazyce Borland Delphi 4. V programu jsou použity tyto datové struktury:

TSeznam = array of TBatohItem;

kde TBatohItem je definován takto:

Toto pole slouží k uložení informací o předmětech, které jsou načteny ze zadání. 

Následující datová struktura

TBatoh= array of Word;

slouží k zapamatování si indexů předmětů v seznamu, které budou tvořit řešení problému.

Kód programu je rozdělen do dvou unit – rekurze.pas a hlavni.pas. 

rekurze.pas

V této unitě je třída objektů, která je potomkem vlákna. Tato třída implementuje vyhledávání řešení problému batohu backtrackingem. Při zakládání vlákna konstruktorem 

constructor create(Predmety: TSeznam; kapacita: double);

je vláknu předána struktura obsahující seznam předmětů a kapacitu batohu. Konstruktorem je přímo spuštěno vlákno a začne se tedy vykonávat obsah metody

procedure execute; override;.

V této metodě je volána funkce

function find(var Predmety: TSeznam; var Batoh: TBatoh; kapacita: double; var lastpos: Word; var cas: double): double;

která provádí samotné vyhledávání řešení. Návratová hodnota funkce je nejlepší nalezená cena batohu. K provádění backtrackingu využívá funkce find rekurzivního volání procedury

procedure krok (pos,posbatoh: Word; cena,soucet: double);

která je definovaná pouze v rámci funkce find.

Nalezené hodnoty jsou pak synchronizační metodou předány hlavnímu vláknu a vykresleny.

Hlavni.pas

V této unitě je naprogramováno ovládání hlavního okna programu. Důležitou procedurou pro zobrazení výsledku je metoda

procedure Vykresli(Batoh: TBatoh;kapacita: double;lastpos: Word; cas,cena: double);.

Tato metoda je po ukončení vyhledávání volána synchronizační metodou vlákna. Je v ní počítána barevnost jednotlivých předmětů v batohu a obsah batohu je vykreslen.

Příloha VII: Dokumentace k programu batoh, demonstrujícímu genetický algoritmus pro problém batohu

Ovládání programu

Tento program naleznete i se zdrojovým kódem pro Delphi4 v adresáři batoh. Program je přitom uložen v souboru batoh.exe.

Po spuštění programu se před vámi objeví okno, rozložené přes celou obrazovku. V levé horní části naleznete dosud prázdný ListBox. V pravé horní části naleznete panel s ovládacími prvky programu. Význam jednotlivých textových oken v tomto panelu je zřejmý z popisků u nich uvedených. Jedná se o nastavení genetického algoritmu, jak jste zvyklí z ostatních aplikacích v tomto díle. V panelu jsou také následující tlačítka.
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Tímto tlačítkem je otevíráno zadání problému batohu. Zadání je přitom uloženo v textovém souboru, jehož formát je popsaný v příloze VI (tedy formát zadání je stejný jak pro řešení problému backtrackingem, tak pro řešení pomocí genetického algoritmu).
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Obrázek zvonku se na prvním tlačítku objeví až poté, co je otevřeno korektní zadání. Tímto tlačítkem se spouští genetický algoritmus se zadanými parametry. Podle toho, jaká hodnota je nastavena v nastavit po, jsou dolní části okna zobrazovány obsahy nejlepšího batohu v aktuálních generacích. Pro barevnost a očíslování předmětů přitom platí stejná pravidla, jaká jsou uvedena pro předměty v příloze VI. Zároveň s předměty jsou do listboxu připisovány informace o jednotlivých vykreslovaných obsazeních. Je zde vždy uvedena cena batohu, krok, ve algoritmu kterém byl batoh vykreslen, a počet předmětů v batohu. Je‑li navíc zatrženo zaškrtávací políčko kompletní výpisy, je do výpisu přidán řetězec, který kóduje batoh a čísla předmětů, která jsou v batohu. Po ukončení běhu jsou pak obrázek zobrazující výsledek a ListBox následně provázány. Jestliže zvolíme myší polohu v obrázku, je v ListBoxu zvýrazněn řádek výpisu odpovídající batohu, na jehož vykreslení se nachází kurzor myši. Tento řádek je navíc celý vypsán pod ListBoxem.

3. [image: image132.png]



Ukončuje program.

4. [image: image133.png]



Načtení nastavení genetického algoritmu ze souboru. Nastavení jsou uložena v souborech s příponou set.
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Ukládá nastavení genetického algoritmu do souboru s příponou set.

6. [image: image135.png]



Ukládá výpis výsledků uvedený v ListBoxu.

Na následujícím obrázku je ukázka okna programu poté, co jste nechali vykonat vyhledávání řešení jistého zadaní problému batohu.

Realizace programu

Zdrojový kód programu je napsán v Borland Delphi verze 4. Je rozdělen do následujících dvou unit – Hlavni.pas a Ga.pas.

Ga.pas

Tato unita obsahuje třídu, realizující vlákno, které počítá genetický algoritmus.Z použitých datových struktur je nejdůležitější struktura použitá pro reprezentaci řetězce. Řetězec je definován následujícím způsobem:

K reprezentaci kódu používáme dynamické pole, protože délka řetězce je dána délkou zadání. Pro zrychlení algoritmu si řetězce pamatují svojí kvalitu. 

Nejdůležitějšími metodami této třídy jsou:

constructor create(List: TSeznam; Settings: TSettings; var ok: boolean);
Vytvoří a spustí vlákno, které počítá problém batohu. V parametru List jsou uloženy předměty ze zadání. TSeznam je přitom pole prvků TBatohItem. Jeho význam je již popsán v příloze VI. Návratová hodnota ok je TRUE, jestliže se podařilo vlákno nainicializovat. Obsahuje FALSE v případě, že se nepodařilo vlákno nainicializovat. Význam jednotlivých položek záznamu TSettings je následující:

procedure reproduction;

Provádí reprodukci generace turnajovým způsobem. V rámci této procedury je také naprogramována procedura elite, která zajišťuje propagaci elitních jedinců do další generace. 

procedure crossover;
Provádí křížení generace. Ke křížení používá proceduru move k vytvoření fragmentů jednotlivých řetězců, které pak pospojuje do nových řetězců. V rámci křížení je prováděna také mutace. U řetězců, ktéré byly zkříženy nebo zmutovány je přepočtena jejich kvalita (viz níže).

procedure mutation(var retezec: TRetezec);
Provádí mutaci přesně podle návodu uvedeného v kapitole 6.4.3.

procedure fitness(var retezec: TRetezec);

Tato procedura spočte kvalitu řetězce a uloží výsledek do jeho položky fitness.

Hlavni.pas

Tato unita obsahuje metody pro obsluhu hlavního okna a pro vykreslování výsledků do tohoto okna. Jsou zde následující metody:

procedure FormCreate(Sender: TObject);

Při zakládání okna rozmístí na správná místa všechny objekty v okně.

procedure loadClick(Sender: TObject);
Otevře zadání z textového souboru. Pakliže otevíraný textový soubor neobsahuje korektní konfiguraci, vrátí původní zadání.

procedure startClick(Sender: TObject);

Zkontroluje, máme‑li otevřené korektní  zadání a správné parametry v jednotlivých textových polích. Poté vytvoří vlákno, které přebere zkontrolované informace a spustí genetický algoritmus s příslušnými nastaveními.

procedure SaveCClick(Sender: TObject);

procedure LoadCClick(Sender: TObject);
Provádějí uložení a otevření souborů s parametry genetického algoritmu.

procedure ObsazeniMouseMove(Sender: TObject; Shift: TShiftState; X,

      Y: Integer);
Při pohybu myši přes vykreslené výsledky zvýrazňuje příslušné popisy v ListBoxu. Zároveň zobrazuje obsah aktuální položky ListBoxu ve štítku pod ListBoxem.
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Tabulka � SEQ tabulka \* ARABIC �3�: Pravděpodobnosti pro vylosování.
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Obrázek � SEQ obrázek \* ARABIC �3�: Velikost výsečí na ruletě.
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Obrázek � SEQ obrázek \* ARABIC �1�: Algoritmus pro vyhledání maxima funkce.











type TRtype = record


       which: TMyType;


       percent: numbertype;


       ok: boolean;


     end;
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Obrázek � SEQ obrázek \* ARABIC �2�: Situace, kdy algoritmus nenajde maximum funkce.
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Tabulka � SEQ tabulka \* ARABIC �5�: Generace po křížení.
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Obrázek � SEQ obrázek \* ARABIC �5�: Rozložení první generace.
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Obrázek � SEQ obrázek \* ARABIC �9�: Problémy s kódováním.
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Obrázek � SEQ obrázek \* ARABIC �6�: Rozložení druhé generace.
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Obrázek � SEQ obrázek \* ARABIC �10�: Problémy s kódováním II – schémata.
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Obrázek � SEQ obrázek \* ARABIC �11�: Vytvoření delších řetězců.
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Obrázek � SEQ obrázek \* ARABIC �12�: Konstrukce řetězců délky čtyři.
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Obrázek � SEQ obrázek \* ARABIC �13�: Schémata v grayově kódu.
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Obrázek � SEQ obrázek \* ARABIC �20�: Schéma *1****** na intervalu � EMBED Equation.3  ���.
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9,931�
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fmax�
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�
Tabulka � SEQ tabulka \* ARABIC �8�: Koeficienty pro škálování.








řetězec�
škál. kvalita�
úsek na ruletě (%)�
�
01001000�
7,525�
9,472�
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12,543�
�
01000011�
11,917�
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13,465�
�
Tabulka � SEQ tabulka \* ARABIC �9�: Generace blízko maxima po škálování koeficientem 1,2.
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Obrázek � SEQ obrázek \* ARABIC �7�: Posunutí osy při přičtení konstanty.
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Obrázek � SEQ obrázek \* ARABIC �15�: Škálování konstantou 1,2.
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Obrázek � SEQ obrázek \* ARABIC �14�: Škálování konstantou 2.
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�
Tabulka � SEQ tabulka \* ARABIC �13�: Škálování kvality s podmínkou � EMBED Equation.3  ���.





řetězec�
kvalita�
úsek na ruletě (%)�
�
01001000�
9,852�
12,401�
�
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9,932�
12,501�
�
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12,582�
�
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12,563�
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�
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12,466�
�
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9,852�
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�
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9,956�
12,532�
�
Tabulka � SEQ tabulka \* ARABIC �7�: Generace blízko maxima.
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Tabulka � SEQ tabulka \* ARABIC �10�: Koeficienty pro škálování konstantou 2.
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�
Tabulka � SEQ tabulka \* ARABIC �12�: Škálování kvality konstanou 2.
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Obrázek � SEQ obrázek \* ARABIC �26�: Opakující se bloky znaků.
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Tabulka � SEQ tabulka \* ARABIC �11�: Koeficienty pro škálování s podmínkou � EMBED Equation.3  ���.
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Obrázek� SEQ obrázek \* ARABIC �18�: Údaje na ruletě.
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Obrázek � SEQ obrázek \* ARABIC �19�: Schéma způsobu losování řetězců pro křížení.








krok�
zbývající kód�
L1�
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�
�
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�
�
�
�
3, 4, 2, 6, 0, 5, 1�
�
Tabulka � SEQ tabulka \* ARABIC �18�: Rozkódování řetězce délky 7.
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Obrázek � SEQ obrázek \* ARABIC �27�: Nakreslení grafu s osmi vrcholy a dvanácti hranami.
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�
Ci�
20�
10�
15�
15�
25�
�
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�
Tabulka � SEQ tabulka \* ARABIC �17�: Předměty určené k vložení do batohu





délka vstupu�
1�
2�
10�
20�
35�
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�
n2�
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4(10-8�
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4(10-6�
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�
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�
�
�
�
�
�
5 min 46 sec�
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4(1014 let�
�
Tabulka � SEQ tabulka \* ARABIC �16� : Porovnání algoritmů.
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Obrázek � SEQ obrázek \* ARABIC �21�: Schéma **0*****  na intervalu � EMBED Equation.3  ���.
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Obrázek � SEQ obrázek \* ARABIC �22�: Schéma *10***** na intervalu � EMBED Equation.3  ���.








const delka=8;


var retezecbin, retezecgray: string[delka];


{retězec v binárním a grayově kódu}


    byl: boolean; {identifikátor jedničky na předchozí pozici}


    i: integer;


.


.


begin


  .


  .


  byl:= false;


  for i:= 1 to delka do begin


  if (byl and retezecbin[i]=’1’) or ((not byl) and retezecbin[i]=’0’) then


  {Zjistíme, jaký znak máme napsat do výstupu}  


  retezecgray[i]:=’0’;


  else


    retezecgray[i]:=’1’;


  if retezecbin[i]=’1’ then byl:=true else byl:= false;


  	{Zapamatujeme si předchozí znak řetězce}


end;


  .


  .


end.








var retezecgray, retezecbin: string[8]


    spravne: boolean;


    i: integer;


 .


 .


begin


  .


  .


  spravne:= true;


  for i:= 1 to 8 do begin


    if ((spravne and (retezecgray[i]='1')) 


      or ( not (spravne) and (retezecgray[i]='0'))) then begin


{v binárním zápisu je znak 1}  


      retezecbin[i]:=’1’;


      spravne:=false;{následující znak budeme měnit}


    end else begin


      retezecbin[i]:=’0’;


      spravne:=true; {následující znak nebudeme měnit}


    end;


end;


  .


  . 


end; 
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�
Tabulka � SEQ tabulka \* ARABIC �6�: Řetězce grayova kódu, kódující množinu� EMBED Equation.3  ���.





function dekod(co: retezec): double;    


                                {dekódování řetězce z grayova kódu}


var i: integer;


    BylaJednicka: boolean;     


                       {test, byla-li jednička na předchozí pozici}


    result: Word;                         {výsledné pořadí řetězce}


begin


  BylaJednicka:= false;                {před prvním znakem je nula}


  result:=0;


  for i:= 1 to DelkaRet do begin               {zpracování řetězce}


    if (((not BylaJednicka) and co[i]) 


       or ( BylaJednicka and (not co[i]))) 


    then begin


                                 {v binárním zápisu by byl znak 1 –


                                  přičteme jedničku k výsledku}


      inc(result);


      BylaJednicka:=true;           {následující znak budeme měnit}


    end else BylaJednicka:=false; {následující znak nebudeme měnit}


    result:=result*2;


  end;


  result:=result div 2;      {provedli jsme jedno vynásobení navíc}


  dekod:=DMez+result*jednotka;


                          {namapujeme výsledek do našeho intervalu}


end;








procedure reprodukce (var OldGen, NewGen: generace);


 var ruleta: TRuleta;


      i: integer;


      min: double;


      AktHodn: double;


      soucet: double;                    {součet kvalit prvků v generaci}


  begin


    min:= MaxDouble;


    soucet:=0;


    for i:=1 to NumGen do begin           {vypočteme si funkční hodnoty ve staré                                         generaci}


       AktHodn:=Fce(dekod(OldGen[i]));


       if AktHodn<min then min:=AktHodn;  {zapamatujeme si minimum z těchto                                          hodnot}


       ruleta[i]:=AktHodn;


       soucet:=soucet+AktHodn;


    end;


    if min<0 then begin


                                     {nemůžeme připustit menší výseče                                             pro ruletu, než 0, proto zde program                                           ukončíme}


      Writeln('Funkce obsahuje na zkoumaném intervalu hodnoty menší než 0');


      halt(1);  


    end else min:=0;                             {kvůli následujícím výpočtům}


                                        {vypočteme velikosti pro vyseče rulety}


      if soucet = 0 then soucet:=1;


    ruleta[1]:=ruleta[1]/soucet;          {dělení součtem-transformace do <0,1>}


    for i:=2 to NumGen-1 do begin


      ruleta[i]:= ruleta[i-1]             {již zabraná část rulety}


                 +(ruleta[i]/soucet);      {velikost výseče}


    end;


    ruleta[NumGen]:=1;                    {kvůli zaokrouhlovacím chybám}


                                        {Následuje vylosovaní nové generace}


    for i:= 1 to NumGen do begin


      AktHodn:= random;


                                      {random vrátí náhodnou hodnotu                                            v intervalu <0,1)}


      NewGen[i]:= OldGen[BinVyhled(AktHodn, ruleta)];


                              {Do nové generace dáme řetězec ze staré generace, 


                               v jehož "výseči" se nachází hodnota, kterou jsme


                               získali pomocí generátoru náhodných čísel}


    end;








Procedure Krizeni(var NezkrizGen, ZkrizGen: generace);{křížení generace}


var i,j,vybrany, zbyva: Word;


    prvni, druhy, pomocny: retezec;


begin


  zbyva:= NumGen;


  for i:= 1 to NumGen div 2 do begin         {křížíme vždy dva řetězce}


    vybrany:= random(zbyva)+1;


    prvni:= NezkrizGen[vybrany];             {vybereme první řetězec}


    NezkrizGen[vybrany]:=NezkrizGen[zbyva];


                                         {první řetězec vyloučíme ze staré generace 


                                          a nahradíme ho posledním řetězcem 


    					        ze zbytku generace}


    dec(zbyva);                           {zmenšíme počet prvků ve zbytku generace}


    vybrany:= random(zbyva)+1;


    druhy:= NezkrizGen[vybrany];            {vybereme druhy řetězec}


    NezkrizGen[vybrany]:=NezkrizGen[zbyva];


   		                         {druhý řetězec vyloučíme ze staré generace 


                                        a nahradíme ho posledním řetězcem ze zbytku


                                       generace}


    dec(zbyva);                         {zmenšíme počet prvků ve zbytku generace}


    if random<=PKriz then begin             {náhodné určíme, budeme-li křížit}


      vybrany:= random(DelkaRet-1)+1;        {vybereme místo ke křížení}


      for j:= 1 to vybrany do pomocny[j]:=prvni[j];


                                       {zapamatujeme si první část prvního řetězce}


      for j:= 1 to vybrany do prvni[j]:=druhy[j];


                                              {Nahradíme první část prvního řetězce 


první částí druhého řetězce}      


      for j:= 1 to vybrany do druhy[j]:=pomocny[j];


                                             {Nahradíme první část druhého řetězce                                              první částí prvního řetězce}


    end;


    ZkrizGen[2*i-1]:= prvni;


    ZkrizGen[2*i]:= druhy;


                                        {Vložíme zkřížené řetězce do nové generace}


  end;


  if NumGen mod 2 = 1 then ZkrizGen[NumGen]:=NezkrizGen[1];


                                           {Při lichém počtu řetězců jeden zbyl}


end;








procedure mutace(var MGenerace: generace);


                                      {mutace generace}


 var i,j: Word;


 begin


   for i:= 1 to NumGen do               {pro každý řetězec}


     for j:= 1 to DelkaRet do            {pro každý znak řetězce}


       if (random<=PMut) then MGenerace[i,j]:= not MGenerace[i,j];


                                 {Náhodně určíme, jestli znak zmutujeme, nebo nikoli}


 end;








function TGA.scale;


var max: numbertype;


    a,b: numbertype;


    temp: TRType;


       i: LongWord;


begin


  findbest;


  max:=o;


  if min>=max then exit;


  if min>(Cmult*avg-max)/(Cmult-1) then begin


    a:= avg*(max-Cmult*avg)/(max-avg);


    b:= (Cmult-1)*avg/(max-avg);


                            {Koeficienty pro škálování s koeficientem Cmult}


  end else begin


    a:= -min*avg/(max-min);


    b:= avg/(max-min);


                       {Koeficienty pro škálování s nulovou minimální hodnotou}


  end;


  for i:= 1 to len do begin


    temp:= Ruleta[i];


    if temp.ok then begin


      temp.percent:=a+b*temp.percent;


      Ruleta[i]:=temp;


    end;


  end;


end;








**111**


**110**


**101**


**100**


**011**


**010**


**001**


**000**
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Obrázek � SEQ Obrázek \* ARABIC �23�: Porovnání minimalizace a maximalizace funkce








11110011�
�
01010101�
�
00011101�
�
00111001�
�
01100000�
�
10000011�
�
00000111�
�
11111000�
�
� REF tabulka1  \h \* MERGEFORMAT ��Tabulka 1: Náhodně vytvořená generace.� 





f(11110011) = 1,794�
�
f(01010101) = 8,889�
�
f(00011101) = 4,031�
�
f(00111001) = 6,943�
�
f(01100000) = 9,389�
�
f(10000011) = 9,992�
�
f(00000111) = 1,067�
�
f(11111000) = 1,067�
�
� REF tabulka2 \* MERGEFORMAT \h ��Tabulka 2: Kvalita náhodně vytvořené generace.�





00111001�
f(00111001) = 6,943�
�
10000011�
f(10000011) = 9,992�
�
01100000�
f(01100000) = 9,389�
�
01010101�
f(01010101) = 8,889�
�
00011101�
f(00011101) = 4,031�
�
10000011�
f(10000011) = 9,992�
�
11110011�
f(11110011) = 1,794�
�
00011101�
f(00011101) = 4,031�
�
Tabulka � SEQ Tabulka \* ARABIC �15�: Generace po turnajové reprodukci.
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Obrázek � SEQ Obrázek \* ARABIC �8�: Rozložení řetězců v poslední generaci








�


Obrázek � SEQ Obrázek \* ARABIC �16�: Rozložení řetězců v poslední generaci








�


Obrázek � SEQ Obrázek \* ARABIC �17�: Výsledek hledání maxima abs(cos(x)+sin(y))








type TRtype = record


       which: TMytype;


       percent: numbertype;


       ok: boolean;


     end;








Zápis operace�
Její význam�
�
+�
Unární nebo binární plus. Unární plus může být pouze na začátku výrazu nebo za otevřenou závorkou.�
�
-�
Unární nebo binární mínus. Unární mínus může být pouze na začátku výrazu nebo za otevřenou závorkou.�
�
/�
Děleno�
�
*�
Krát�
�
^�
Mocnina�
�
Tabulka � SEQ Tabulka \* ARABIC �22�: Použitelné operace.








Zápis funkce�
Její význam�
�
sin(argument)�
sinus argumentu – argument v radiánech�
�
cos(argument)�
cosinus argumentu – argument v radiánech�
�
ln(argument)�
přirozený logaritmus argumentu�
�
exp(argument)�
eargument�
�
tg(argument)�
tangens argumentu – argument v radiánech�
�
cotg(argument)�
cotangens argumentu – argument v radiánech�
�
sgn(argument)�
signum (znaménko) argumentu�
�
abs (argument)�
absolutní hodnota argumentu�
�
Tabulka � SEQ Tabulka \* ARABIC �23�: Použitelné funkce.








type TGraphSettings = record


       x1: double;           //dolní mez osy x


       y1: double;           //dolní mez osy y


       x2: double;           //horní mez osy x


       y2: double;           //horní mez osy y


       stepx: double; 


                  //interval, po kterém se vypisují značky na ose x


       stepy: double;


                  //interval, po kterém se vypisují značky na ose y


       gentleness: double; //jemnost vykreslování


       numstepx: integer;


               //po kolika značkách bude na ose x vykresleno i číslo


       numstepy: integer;


               //po kolika značkách bude na ose y vykresleno i číslo


     end;








mytype=record


         xr,yr,zr: double; //souřadnice jednoho z rohů plošky


         x,y: double;   //zobrazené souřadnice jednoho z rohů plošky


         color: longWord; //barva plošky


         alocated, numofind: Word;  //pomocné proměnné pro sloupky


         sloupky: array of TGridPoint; //pole sloupků


         ok: boolean; //existence funkční hodnoty


       end;





TGraphSettings = record


  xh,yh,xd,yd,zh,zd: double; //rozsahy souřadnic


  gentleness: double;  


            //jemnost vykreslování (určuje počet plošek)


 end;


TProjectionSettings = record


  anglea: single; //otočení v horizontálním směru


  angleb: single; //otočení ve vertikálním směru


end;





TBatohItem=record //předmět


    C:double;  //objem položky


    P:double;  //cena položky


  end;





TRetezec = record


   retezec: array of Word; //kód


   fitness: double;        //kvalita


end;





TSettings = record


  ProbOfMut: double;    //pravděpodobnost mutace


  ProbOfCross: double;  //pravděpodobnost křížení


  Kapacita: double;     //kapacita batohu


  Elite: byte;          //počet elitních


  NumOfSteps: longWord  //počet kroků


  stopafter: longWord;  //po kolika krocích se má vykreslit batoh


  NumOfstrings:longWord;//počet řetězců


end;





�


Obrázek � SEQ Obrázek \* ARABIC �28�: Okno programu SimpleGA.








�


Obrázek � SEQ Obrázek \* ARABIC �29�: Vzhled SimpleGA.








�


Obrázek � SEQ Obrázek \* ARABIC �30�: Vzhled programu.








�


Obrázek � SEQ Obrázek \* ARABIC �31�: Okno programu pro provedení vyhledávání.








procedure krok(číslo předmětu - k, počet předmětů v částečně 


               zaplněném batohu, součet cen předmětů v část.   


               zaplněném batohu,  součet jejich velikostí);


{Všechny informace jsou předávány hodnotou. Tzn. jsou lokální v rámci procedury}


  begin


    if k-tý předmět se vejde do batohu then


      přidej k�tý předmět do batohu, přičti jeho cenu k ceně


      dosavadního zaplnění batohu, jeho velikost 


      k dosavadnímu součtu velikostí předmětů v batohu 


      a zvětši informaci o počtu prvků v batohu o jedna


    else


      ukonči proceduru {žádná kombinace s předmětem k se již 


                        do batohu nevejde};


    for i:= k+1 to n do


      krok(i, počet předmětů v částečně 


           zaplněném batohu, součet cen předmětů v část.   


           zaplněném batohu,  součet jejich velikostí);


     {parametry předané hodnotou – v této proceduře se jejich 


      hodnota nezmění}


     {ke k�tému předmětu jsou vyzkoušeny všechny možné kombinace


      předmětů k+1...n}


     if cena batohu s prvkem k > dosud nalezená cena then


       zapamatuj si nejlepší dosud nalezenou cenu a předměty 


       v odpovídajícím batohu


  end;





cena�
krok�
počet předmětů�
�
19951.600�
0�
5�
�
19959.200�
200�
15�
�
19963.500�
400�
24�
�
19964.200�
600�
25�
�
19964.600�
800�
26�
�
19965.600�
1000�
30�
�
19965.700�
1200�
31�
�
19965.700�
1369�
31�
�
Tabulka � SEQ Tabulka \* ARABIC �19�: Vývoj generace.








počet řetězců�
1600�
�
počet kroků�
1200�
�
pravděpodobnost křížení�
0,6�
�
pravděpodobnost mutace�
0,01�
�
počet elitních jedinců�
1�
�
čas�
5 min 1 s�
�
Tabulka � SEQ Tabulka \* ARABIC �20�: Parametry algoritmu.








�


Obrázek � SEQ Obrázek \* ARABIC �24�: Obsazení nejlepšího batohu








počet řetězců�
počet kroků�
pravděpod. mutace�
pravděpod. křížení�
počet elitních�
čas (sekund)�
cena nejlepšího�
�
300�
100�
0,05�
0,8�
1�
3�
1443,6729�
�
300�
200�
0,05�
0,8�
1�
7�
1416,95�
�
2000�
100�
0,02�
0,7�
1�
20�
1443,6729�
�
200�
300�
0,01�
0,5�
1�
6�
1423,67�
�
Tabulka � SEQ Tabulka \* ARABIC �21�: Statistika výsledků








�


Obrázek � SEQ Obrázek \* ARABIC �25�: Úspěšný průběh algoritmu.








for i:= 0 to počet předmětů-1 do


  krok(i,0,0,0);








� Ruletou budeme v následujících několika odstavcích rozumět pole ruletu reprezentující.


�Tuto metodu naleznete v mnohých knihách, např. v � REF _Ref448497445 \r \h ��[4]�. Čtenář si ji může také nastudovat z našeho zdrojového kódu, kde ji najde ve funkci BinVyhled. Základní myšlenka spočívá v tom, že v každém kroku rozdělíme prohledávané pole na dvě poloviny, o jedné z nich pak víme, že v ní již hledat nemusíme (např. hledáme hodnotu 500 a v polovině pole je hodnota 300. Pak budeme znovu aplikovat vyhledánání na horní polovinu pole, protože v dolní polovině jsou pouze hodnoty menší než 300).


� Viz kniha � REF _Ref447381121 \r \h ��[2]�.
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